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KURZBESCHREIBUNG

Im Bereich der rechnergestützten Entwicklung im Fahrzeug- und Karosseriebau werden große
Datenmengen mittels kostenintensiven Simulationsverfahren verarbeitet. Mit Hilfe dieser Daten
und aktuellen Algorithmen im Bereich des maschinellen Lernens kann eine Unterstützung und
Verbesserung der Fertigungsprozesse erzielt und damit eine allgemeine Steigerung der Ef�zienz
erreicht werden.

Die vorliegenden Arbeit beschäftigt sich mit der Erkennung und Klassi�zierung von Fahrzeug-
bauteilen in Form von FEM-Daten. Es wird eine Prozesskette beschrieben, die es ermöglicht aus
vorliegenden FEM-Daten die 3D-Modelle der Fahrzeugteile zu extrahieren. Diese 3D-Modelle
dienen als Datengrundlage für eine Machbarkeitsstudie zur Klassi�zierung von aktuellen Deep-
Learning-Architekturen, wovon zwei Vertreter gegenübergestellt werden. Mittels mehrere Bench-
marks werden beide Ansätze evaluiert und Rückschlüsse auf die verwendeten Daten gezogen.
Anhand der Ergebnisse und der zuvor analysierten Anwendungsfälle wird die Umsetzbarkeit
einer solchen Anwendung untersucht.

Zusätzlich wird eine prototypische Umsetzung einer möglichen Prozesskette zur Klassi�kation
vorgestellt. Dafür wurde ein bereits trainiertes neuronales Netz in eine CAD-Software integriert,
ein Anwendungsfall erstellt und prototypisch implementiert. Die entstandene Anwendung dient
zur Visualisierung der erzielten Ergebnisse. Zudem wird über die Realisierbarkeit weiterer An-
wendungsfälle diskutiert.
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1 EINLEITUNG

Mit dem Beginn der Industrialisierung im 18. Jahrhundert veränderte sich die Arbeit von vie-
len Menschen schlagartig. Maschinen wurden konstruiert, Fabriken gebaut und Autos fuhren
auf den Straßen. Schwierige Aufgaben wurden nun nicht mehr von Menschen übernommen,
sondern immer weiter durch Maschinen automatisiert. Dieser Wandel hatte zur Folge, dass die
Produktivität stieg und somit die Wirtschaft boomte.
Das exakt gleiche Prinzip erleben wir heute in Zeiten der Digitalisierung erneut. Kommunika-
tionswege verkürzen sich, aufwendige Berechnungen werden abgenommen und riesige Men-
gen an Informationen können kompakt gespeichert werden. All diese Eigenschaften bieten dem
Menschen enorme Vorteile in der Arbeitswelt. Seit einigen Jahren wächst zudem ein neuer Be-
reich immer rasanter: Das maschinelle Lernen. Der Mensch nutzt jetzt nicht nur die positiven
Eigenschaften, die die Digitalisierung mit sich bringt, sondern versucht die eigenen Denk- und
Lernprozesse zu abstrahieren und Computern beizubringen, um weiteres Automatisieren zu er-
möglichen. Mittlerweile ist es möglich, verschiedenste Aufgaben wie Objekterkennung, Klassi�-
kation und Zeitreihenvorhersage durch Computer zu automatisieren. Die daraus resultierenden
Möglichkeiten sind endlos, weshalb die Forschung in den letzten Jahren einen enormen Zuwachs
bekam. Immer mehr Anwendungen machen sich das maschinelle Lernen zu Nutze. Große Kon-
zerne wie Google, Amazon und Facebook analysieren und verarbeiten damit Unmengen an Da-
ten und verbessern somit ihre Produkte. Auch in der Automobilindustrie ist die künstliche Intel-
ligenz bereits angekommen. Fahrassistenzsysteme, wie beispielsweise die Einparkhilfe, erleich-
tern immer weiter die Benutzung von Fahrzeugen. Auch das autonome Fahren scheint, durch die
stabilen Erkennungsalgorithmen im 2D-Bereich, in greifbarer Zukunft zu liegen.
Dennoch existieren einige Wirtschaftszweige, die nach wie vor nicht von diesem aktuellen Trend
pro�tieren können. Besonders in der Produktion im Bereich CAE ( Computer Aided Engeneering,
zu deutsch: rechnergestützte Entwicklung) der Automobilindustrie werden viele Aufgaben von
Menschenhand gelöst. Da in der rechnergestützten Entwicklung Computer und Simulationsver-
fahren bereits große Anwendung �nden, kann mit Hilfe der entstehenden Daten und verschiede-
nen Verfahren der künstlichen Intelligenz eine weitere Unterstützung für die Anwender realisiert
werden.
Im Erstellungsprozess für Fahrzeugkarosserien gibt es einige Anwendungsfelder, die durch die
Verwendung von maschinellen Lernalgorithmen eine Steigerung der Ef�zienz bestehender Pro-
zessketten erfahren könnten. Besonders das Erkennen und Klassi�zieren von Fahrzeugbauteilen
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Kapitel 1 Einleitung

anhand von 3D-Daten bietet viele Möglichkeiten, solche Prozesse zu verbessern. Im Folgenden
werden einige Anwendungsfälle geschildert, die mittels einer automatischen Klassi�kation reali-
siert werden können.

Automatisiertes Bennennungssystem In der Industrie ist es typisch, dass Fahrzeugteile eine
spezielle Bezeichnung, je nach Typ, Material und Version besitzen. Diese Namen sind jedoch
nicht uniform und werden nur nach einem groben Konzept und einer Teilenummer ausgewählt.
Durch eine Bauteilklassi�kation kann dem Nutzer, während der Erstellung des neuen Bauteils,
bereits eine Bezeichnung vorgeschlagen werden. Dieses Vorschlagssystem hilft dabei, eine ein-
heitliche Struktur der Bezeichnungen zu erreichen und dem Nutzer den Namens�ndungsprozess
zu erleichtern.

Automatisiertes Einsortieren in Bauteillisten Im Fertigungsprozess von Fahrzeugen entstehen
sogenannte Bauteillisten. Diese sind hierarchischer Struktur und werden aktuell noch von Hand
befüllt. Ein Klassi�kationssystem kann diese Aufgabe komplett automatisieren und dabei den
Prozess um ein Vielfaches beschleunigen.

Finden ähnlicher Konstruktionen Mit Hilfe einer Bauteilerkennung ist es möglich, dem An-
wender bereits bekannte und ähnliche Bauteile vorzuschlagen. Dieses Empfehlungssystem kann
dazu dienen, dass bereits bekannte Konstruktionsprobleme frühzeitig erkannt werden und ge-
gebenenfalls mögliche Lösungsansätze vorgeschlagen werden können. Zusätzlich kann durch
das Finden von Gleichteilen der Produktionsprozess beschleunigt und Geld gespart werden, da
für die neuen Teile keine neuen Produktionsmaschinen gebaut werden müssen. Außerdem kann
durch die vorgeschlagene Empfehlung ein Experte beim Designprozess unterstützt werden.

Segmentierung von Bauteilgruppen Im Erstellungsprozess von Fahrzeugen ist es oft üblich,
dass zuerst groß�ächig ganze Bauteilgruppen erstellt werden. Diese müssen dann in einem wei-
teren Prozess in kleinere Einzelteile zerlegt werden. Durch eine Segmentierung dieser Fläche,
mittels neuronaler Netze in bekannte Bauteilklassen, kann dieser Prozess beschleunigt und auto-
matisiert werden.

Expertensystem zur Schweißpunktvorhersage Das Setzen von Schweißpunkten ist eine Auf-
gabe, die nur von einem Experten durchgeführt werden kann. Dabei werden pro Schweißpunk-
tanordnung teure Simulationen gestartet, um die jeweilige Anordnung zu testen und zu evalu-
ieren. Eine Bauteilerkennung in Verbindung mit einer Wissensdatenbank, in der alle Schweiß-
punktverteilungen gespeichert sind, kann den Experten dabei unterstützen, schnell eine valide
Verteilung zu wählen und so einige aufwendige Simulationsdurchläufe einzusparen.

Diese Anwendungsfälle dienen als Motivation für die nachfolgenden Untersuchungen aktueller
Ansätze im Bereich der 3D-Geometrie-Erkennung. Es soll untersucht werden, ob eine Klassi�-
kation von Fahrzeugbauteilen mittels Methoden des maschinellen Lernens möglich ist und so-
mit ein Grundstein, für die Realisierung der hier angerissenen Anwendungsfälle, gesetzt werden
kann.
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Ziele an die Arbeit

Ziel der Arbeit ist es, zu Untersuchen, inwiefern Methoden des maschinellen Lernens die Prozesse
des Fahrzeugdesigns verbessern können. Dabei sollen vorhandene Daten so aufbereitet werden,
dass sie �exibel verwendbar für unterschiedliche ML-Algorithmen sind. Der Schwerpunkt die-
ser Arbeit liegt auf dem ausführlichen Vergleich und der Bewertung existierender Ansätze. In
Kapitel 2 werden dafür die Grundlagen der vorliegenden Arbeit erläutert. Danach wird in Ka-
pitel 3 ein Überblick über die verwandten Arbeiten gegeben. In Kapitel 4 erfolgt die Konzeption
eines Ablaufs zur Datenvorverarbeitung. Weiterhin �ndet in Kapitel 5 ein Vergleich verschiede-
ner Ansätze statt. Die daraus resultierenden Benchmarks in Kapitel 6 stellen dann die Ergebnisse
der Machbarkeitsstudie dar. Die gilt es anschließend prototypisch umzusetzen, um einen Anwen-
dungsfall anschaulich darzustellen. Dazu wird im Kapitel 7 die Implementierung eines Prototyps
beschrieben und Ausblick auf weitere Konzepte anderer Anwendungsfälle gegeben.
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2 GRUNDLAGEN

Dieser Abschnitt beschreibt die fundamentalen Methoden des Simulationsprozesses, Grundla-
gen des maschinellen Lernens mit besonderen Fokus auf neuronale Netze sowie Konzepte der
Datenvorverarbeitung.

2.1 SIMULATIONSPROZESS MIT FINITE ELEMENT METHODE

Wie in Kapitel 1 angedeutet sind Simulationsverfahren ein wichtiger Bestandteil des Entstehungs-
prozesses in der Fahrzeugindustrie. Ein wichtiger Vertreter ist die Finite-Element-Methode. Da-
bei handelt es sich um ein nummerisches Verfahren, dass in vielen verschiedenen Anwendungs-
bereichen zu �nden ist und für zahlreiche Berechnungsaufgaben im Maschinen- und Fahrzeug-
bau eingesetzt wird. Mittels realitätsnaher Ergebnisse durch Rechnersimulationen trägt die Finite-
Elemente-Methode (abk. FEM) [Kle13] zu einer Verkürzung der Produktentwicklungszeit bei, da
vor allem aufwendige Crashtests entfallen. Dennoch bedeuten derartige Simulationen viel Re-
chenaufwand und sind sehr zeitintensiv. Aus diesem Grund kann eine zusätzliche Unterstützung
des Simulationsprozesses durch Methoden des maschinellen Lernens eine weitere Verbesserung
dieser Entwicklungszeit bedeuten.

Dazu muss analysiert werden, wie genau der Aufbau eines solchen Simulationsprozesses aus-
sieht. Im Grundlegenden besteht der FEM-Prozess aus drei Teilen dem Präprozessor, dem Glei-
chungslöser oder auch Solver und dem Postprozessor. Dabei wird nach dem bekannten EVA-
Prinzip gearbeitet, einem Grundprinzip der Datenverarbeitung, dass einen solchen Vorgang in
Eingabe, Verarbeitung und Ausgabe unterteilt und beschreibt. Da die FE-Methode in einem en-
gen Zusammenwirken mit CAD (Computer-Aided Design) steht, kann man diese Prozesskette
um einen weiteren Vorverarbeitungsschritt erweitern. Die insgesamt vier Abschnitte werden im
Folgenden einzeln vorgestellt. In Abbildung 2.1 ist diese Prozesskette mit jeweiligen Schwer-
punkten der Bereiche gra�sch dargestellt.
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Konstruktion mit CAD

Dieser Bereich stellt den ersten Vorverarbeitungsschritt dar. Dabei erstellt der Ingenieur aus CAD-
Bauteilen vereinfachte Analysemodelle, zum Teil durch das Herauslösen der Hauptgeometrie,
um unwichtige Bestandteile aus den aufwendigen Berechnungen zu entfernen. Diesen Schritt
nennt man auch Problemaufbereitung. Die dadurch entstehenden CAD-Daten werden mittel ei-
ner Schnittstelle an die FEM-Prozesskette weitergereicht. Mittlerweile besitzen auch einige CAD-
Programme teile eines Präprozessors und Postprozessors.

Präprozessor

Im Präprozessor werden aus den übergebenen CAD-Daten, unter Angabe von Netzparametern
(Elementtyp und Elementanzahl), mittels verschiedener Vernetzungsalgorithmen die Finiten Ele-
mente erzeugt. Durch Hinzugabe von weiteren Metadaten wie Materialart, Werkstoffkennwerte
und Kräfte kann mit Hilfe der mechanischen Werkstoffanalyse das Materialverhalten simuliert
werden. Wichtige Designentscheidungen werden anhand der Ergebnisse der Simulationen ge-
troffen, deshalb ist genau an diesem Punkt eine große Expertise seitens des Anwenders notwen-
dig. Dieses Expertenwissen kann durch Methoden der künstlichen Intelligenz gesammelt, aufbe-
reitet und den Anwendern als zusätzliche Unterstützung für Designentscheidungen präsentiert
werden.

Solver

Der Solver oder auch Gleichungslöser berechnet die verschiedenen Simulationen, unter Berück-
sichtigung aller Metadaten aus dem vorhergehenden Schritt. So werden unter anderem die Ver-
schiebung der Bauteile, die wirkenden Spannungen und die Reaktionskräfte berechnet. Da die
FE-Methode nummerisch ist, handelt es sich um ein iteratives Verfahren, welches nach einer be-
stimmten Anzahl an Schritten konvergiert. Diese Näherung stellt dann das Ergebnis der Simula-
tion dar.

Postprozessor

Durch den Postprozessor werden die erhaltenen Ergebnisse des Solvers ausgeben und verständ-
lich für den Anwender visualisiert. Dabei werden insbesondere Spannungs- und Dehnungswerte
des Bauteils als Falschfarbenbild dargestellt, um interessante Bereiche hervorzuheben.

Abbildung 2.1: Pipeline des Simulationsprozesses im CAE-Bereich
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2.2 Struktur von FEM-Daten

2.2 STRUKTUR VON FEM-DATEN

Mittlerweile existieren in der Industrie viele Programme und Anwendungen, welche die Finite-
Elemente-Methode realisieren [Mat10]. Unter anderem bieten auch einige CAD-Programme erste
Vernetzungsalgorithmen an und nehmen so Teilbereiche des Präprozessors ab. Die Softwarein-
dustrie �ndet weltweit Abnehmer und kommt auf ein Gesamtjahresumsatz von mehreren Milli-
arden US-Dollar [Roy01]. Ein wichtiger Vertreter ist unter anderem das Stand-Alone-Programm
LS-Dyna [LD], welches von der Livermore Software Technology Corporation (LSTC) entwickelt
wurde. Durch die Vielzahl an Programmen gibt es auch viele verschiedene Dateitypen, die alle
ihr eigenes Format besitzen. Im Folgenden wird die Struktur zweier FEM-Dateitypen genauer
vorgestellt. Diese werden später in der Arbeit zur Weiterverarbeitung benutzt und stellen die
Grundlage der Untersuchungen dar.

LS-Dyna Dateien

LS-Dyna ist eine Simulationssoftware auf Basis der Finite-Elemente-Methode, welches von der
LSTC entwickelt wurde. In Deutschland wird die Software nicht direkt über die LSTC vertrie-
ben, sondern über einen gesonderten Ableger wie beispielsweise der DYNAmore [TEC07]. Um
mit LS-Dyna komplexe Berechnungen durchführen zu können, muss der Benutzer eine spezielle
Eingabedatei einlesen, die sogenannten Inputdecks. Diese Datei verfolgt eine bestimmte Struktur
und wird mit der .key-Endung abgespeichert.
Das Grundkonzept der Inputdecks stellen sogenannte Keywordsdar. Diese Schlüsselwörter wer-
den durch ein führendes *-Symbol gekennzeichnet und signalisieren den Beginn eines dazuge-
hörigen, tabellarisch aufgebauten Datenblocks. Das darauf folgende Keyword stellt zugleich das
Ende des vorhergehenden Datenblocks dar. Durch diesen Aufbau entsteht eine �exible und lo-
gisch organisierte Datenbankstruktur, die für den Anwender leicht zu verstehen ist. Insgesamt
gibt es knapp 40 verschiedene Keywords, womit eine Vielzahl an möglichen Parametereinstel-
lungen de�niert werden kann. Für die Arbeit sind besonders Datenblöcke mit Bezug auf die
3D-Repräsentation der Bauteile interessant, dazu zählen unter anderem:

� *PARTS - De�nition eines Bauteils mit Verweis auf Materialien

� *ELEMENTS - Vereinigung aus mehreren Knoten; unterscheidbar in Stab-, Schalen- und
Volumenelemente

� *NODE - Datenstruktur für einfache Knoten mit 3D-Koordinaten

� *MAT - Bereich zum De�nieren bestimmter Materialien und deren Parametern

Abbildung 2.2 zeigt eine vereinfachte Struktur eines LS-Dyna Dateien mit dazugehörigen Spal-
tennamen und Verweisen der jeweiligen ID's. Ein *NODE besteht aus einerNID und seinen Ko-
ordinaten X, Y, Z. Mehrere Knoten bilden ein *ELEMENT, welches auch eine EID besitzt und
zusätzlich auf einen *PART verweist. Dabei richtet sich die Anzahl der Knoten eines *ELEMENTs
nach dem jeweiligen verwendeten Typ, beispielsweise Schalen-, Stab- oder Volumenelemente.
Fahrzeugbauteile werden vor allem mit Schalenelementen beschrieben, dabei besteht ein Ele-
ment entweder aus drei Knoten (Dreiecksnetz) oder aus vier Knoten (Vierecksnetz). Der *PART
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Kapitel 2 Grundlagen

repräsentiert ein Bauteil und wird durch eine eindeutige PID beschreiben, zusätzlich besitzt er
Verweise auf unterschiedliche Keywords, unter anderem auf das verwendete Material *MAT . In
*MAT werden die Materialien durch deren exakte Parameter beschrieben.

Abbildung 2.2: Struktur einer LS-Dyna .key-Datei [LD]

PAM-Crash Dateien

PAM-Crash ist ein Simulationsprogramm das von der französischen ESI-Group in den 80er Jahren
entwickelt wurde [Groa]. Es wird hauptsächlich in der Automobilindustrie für Crash-Simulation-
en und Insassenschutzsysteme verwendet. Dabei haben die Ingenieure die Möglichkeit das Ver-
halten eines vorgestellten Fahrzeugdesigns in mehreren Crashtests zu simulieren und das resul-
tierende Verletzungspotential der Insassen zu evaluieren.
Als Eingabedatei in PAM-Crash dienen sogenannte Inputdecks. Diese werden als .pc-Datei oder
Include-Datei (.inc) abgespeichert. Das Grundkonzept unterscheidet sich dabei kaum von den
von LS-Dyna verwendeten Eingabedateien. In PAM-Crash be�nden sich die Keywords jedoch
am Anfang jeder Zeile und verfolgen danach eine tabellarische Struktur. Einzelne Bauteile wer-
den durch PARTS / , Schalenvolumen durch SHELL / und einfache Knoten durch NODE / de-
�niert. Zusätzlich können noch weitere Anfangs- und Randbedingungen festgelegt werden, auf
welche hier aber nicht weiter eingegangen wird [Gro06, Stu07].

Abbildung 2.3: Struktur einer PAM Crash Include-Datei

In Abbildung 2.3 ist ein Beispiel einer solchen PAM-Crash Include-Datei mit den De�nitionen
einzelner Knotenpunkte zu sehen. Aus diesen FEM-Dateien können die 3D-Daten der einzelnen
Bauteile eines Fahrzeugs extrahiert und analysiert werden (siehe Kapitel 4).
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2.3 Datenvorverarbeitung

2.3 DATENVORVERARBEITUNG

Um aussagekräftige Ergebnisse aus einer datenbasierten Analyse zu erlangen, ist die Qualität der
entsprechenden Daten entscheidend. Gerade im Bereich des maschinellen Lernens und Data-
Minings ist der Prozess der Datenbeschaffung und -aufbereitung ein nicht zu vernachlässigender
Schritt [ES00, Run10, D.17]. Damit derartige Algorithmen die erwarteten Resultate liefern, müs-
sen die Daten eine exakte Form und Struktur nachweisen.

Dieses Erzeugen von Daten in hinreichender Qualität ist die Aufgabe der Datenvorverarbeitung.
Welche Schritte im Detail notwendig sind hängt stark vom gegebenen Kontext ab. Grundlegend
kann aber der Prozess in drei einzelne Abschnitte unterteilt werden, welche sich an dem Kontext
der Arbeit orientieren:

� Datenbeschaffung - Auswahl und Zusammentragen der Daten

� Datenaufbereitung - Löschen von inkorrekten, inkonsistenten und redundanten Daten

� Datenreduktion - Transformation der Daten in eine verwendbare Struktur

Dieser Abschnitt beschreibt die grundlegenden Methoden zur Datenvorverarbeitung, die in der
Arbeit Anwendung �nden. Zuerst folgt eine Analyse der 3D-Daten und deren Repräsentations-
formen, danach werden die mathematischen Grundlagen zum Sampling und zur Normalisierung
beschrieben. In Kapitel 4 erfolgt dann eine genaue Beschreibung des Anwendungsfalles der Ar-
beit anhand der oben vorgestellten Prozesskette. Dabei werden die einzelnen Abschnitte nochmal
mit Hilfe der hier verwendeten Daten genauer erläutert. Dabei ist es möglich, dass es zu Über-
schneidungen der einzelnen Abschnitte kommen kann.

2.3.1 Repräsentation von 3D-Daten

3D-Modelle können durch unterschiedlichste Geräte aufgenommen beziehungsweise gescannt
werden. Durch diese Variation an Aufnahmegeräten entsteht auch eine Vielzahl an verschiede-
nen Repräsentationen von 3D-Daten. Jede dieser Repräsentationen besitzt andere Eigenschaften
und eine eigene Struktur, weshalb sowohl die Vorverarbeitung, als auch die entsprechenden Ana-
lysemethoden exakt darauf abgestimmt sein müssen.
Aus diesem Grund werden im Folgenden einige Repräsentationen von 3D-Daten genauer vor-
gestellt. Dieser Abschnitt orientiert sich dabei an der von Ahmed et al. vorgestellten Struktur
[ASS+ 18]. Er unterteilt 3D-Daten in zwei große Hauptgruppen euklidisch-strukturierte Daten
und nichteuklidisch-strukturierte Daten. Euklidisch-strukturierte 3D-Daten sind Daten, die eine
globale Parametrisierung und ein allgemeines Koordinatensystem besitzen. Hingegen verfügen
nichteuklidisch-strukturierte Daten über keine globale Struktur.
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RGB-D Daten

Bei RGB-D Daten handelt es sich um normale 2D-Bilder mit einem zusätzlichen Kanal für die
Tiefe. Diese Tiefenkarte bildet den Abstand der Objekte in der Szene zur Kamera ab und liefert
dadurch prinzipiell die 3D-Informationen der Modelle. Durch die Popularität der RGB-D Sen-
soren, wie beispielsweise die Microsoft Kinect, stellt die Beschaffung solcher Daten keine große
Herausforderung mehr dar. Da Methoden des maschinellen Lernens besonders im 2D-Bereich
stark Fortgeschritten sind, bilden RGB-D Daten eine effektive Darstellungsform für Aufgaben im
Bereich der Objekterkennung. In Abbildung 2.4 ist ein Beispiel eines solchen Tiefenbildes darge-
stellt [TL19].

Abbildung 2.4: Beispiel eines Tiefenbildes einer Tasse [ASS+ 18]

Volumengra�ken

3D-Daten können auch als Volumengra�ken dargestellt werden. Dazu wird ein gleichmäßiges
Voxelgitter im dreidimensionalen Raum zur Modellierung benutzt. Voxel bilden also das äqui-
valent zu Pixeln im 3D. Diese werden benutzt, um die Verteilung des 3D-Objektes im Raum zu
beschreiben. Informationen der unterschiedlichen Betrachtungsweisen oder Blickwinkeln kön-
nen dargestellt werden, indem die jeweiligen Voxel als sichtbar oder verdeckt markiert werden.
Durch diese Repräsentation entsteht jedoch ein Overhead an Information, der besonders spei-
cherplatzinef�zient ist. Zusätzlich führt es zu einer Verlängerung der Laufzeit, da mehr Daten
verarbeitet werden müssen. In Abbildung 2.5 ist der berühmte Hase der Stanford University als
Voxelgra�k abgebildet.

Abbildung 2.5: Beispiel einer Voxelgra�k eines Hasen [NKB]
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Eine bessere Darstellungsform für Volumengra�ken bieten Octrees. Octrees haben variierende
Voxelgrößen und eine hierarchische Struktur. Hierfür wird das 3D-Modell vom Wurzelvoxel aus
rekursiv zerlegt und in kleinere Voxel unterteilt. Die Voxel be�nden sich entweder im Inneren
oder Äußeren des Objektes. Im Allgemeinen ist diese Darstellungsform für Aufgaben im Bereich
Deep Learning sehr inef�zient.

Multi-View-Daten

Abbildung 2.6 symbolisiert den Aufnahmeprozess von Multi-View-Daten. Multi-View-Daten
sind eine Sammlung aus mehreren 2D-Bildern, die von dem selben 3D-Objekt aus verschiede-
nen Blickwinkeln aufgenommen wurden. Diese Darstellung ist durch die Redundanz der Da-
ten besonderes robust gegenüber Verdeckung, Rauschen und Unvollständigkeit. Ein besonderes
Problem stellt die Frage nach der Anzahl der Blickwinkel dar. Wählt man eine zu geringe An-
zahl kann es passieren, dass nicht alle Eigenschaften des 3D-Objektes aufgenommen werden. Ist
die Anzahl der Bilder zu groß entsteht ein Overhead, der eine Inef�zienz der Laufzeit und des
Speicherbedarfs mit sich zieht. Dennoch ist die Performanz der Multi-View-Daten besser als die
von Volumengra�ken [ASS + 18]

Abbildung 2.6: Visualisierung der Aufnahme von Multi-View-Daten [ASS + 18]

3D-Punktwolken

Eine 3D-Punktwolken ist eine Ansammlung von Punkten in einem dreidimensionalen Vektor-
raum, die eine unstrukturierte räumliche Form besitzt. Die in der Punktwolke enthaltenen Punkte
werden durch ihre jeweiligen Raumkoordinaten beschrieben und approximieren so das 3D-Mo-
dell. Diese einfache, diskrete Form vermeidet das Auftreten kombinatorischer Unregelmäßig-
keiten und eignet sich dadurch gut zum Anlernen von KI-Algorithmen. Dennoch sollten diese
Algorithmen invariant gegenüber Verschiebung und Rotation sein, da das Auftreten aus verschie-
denen Perspektiven nicht in der Darstellungsform berücksichtigt wird.

Die Erzeugung von Punktwolken ist grundsätzlich simpel. In den meisten Fällen werden Scanning-
Verfahren eingesetzt, dabei werden Laserscanner verwendet, um das 3D-Objekt oder die Umge-
bung abzutasten. Auch leichter verfügbare Technik, wie Kinect besitzen die Möglichkeit Punkt-
wolken aufzunehmen. Zusätzlich können zeitinvariante Modelle erzeugt werden, indem der
Raum mehrmals an unterschiedlichen Zeitpunkten erfasst wird. Unabhängig von der einfa-
chen Beschaffung der Daten existiert das Problem der fehlenden Information zur Verbindung
der Punkte, wodurch eine mehrdeutige Interpretation der Ober�äche entstehen kann.
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In Abbildung 2.7 ist ein Beispiel einer Punktwolke eines Pferds zu sehen. Die in dieser Arbeit
verwendeten Punktwolken sind Repräsentationen von Autobauteilen und werden genauer in
Kapitel 4 behandelt.

Abbildung 2.7: Beispiel einer Punktwolke [ASS+ 18]

Mesh und Graphen

3D-Meshes stellen die häu�gste Form von 3D-Daten dar und unterscheiden sich nur leicht von
den Punktwolken. Ein Mesh besteht aus einer Menge an Polygonen, sogenannte Facettenund
einer Menge an Punkten im dreidimensionalen Raum ( Knoten). Facetten beschreiben, welche
Knoten miteinander verbunden werden. Die Knoten selbst beinhalten eine Liste mit ihren ver-
bundenen Nachbarn. Diese Struktur bietet eine exakte geometrische Darstellung der 3D-Objekte,
ist jedoch durch ihre Unregelmäßigkeit eine Herausforderung für die Methoden des maschinellen
Lernens. Abbildung 2.8 zeigt einen solchen Mesh.
Meshes können auch als Graph dargestellt werden, indem die Verbindungen zwischen den Kno-
ten als Kanten dargestellt werden. Dadurch entsteht die Möglichkeit verschiedene Graphalgorith-
men darauf anzuwenden, wie beispielsweise ein GCNN (Graph Convolutional Neural Network).

Abbildung 2.8: Beispiel eines Meshes [ASS+ 18]
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2.3 Datenvorverarbeitung

2.3.2 Sampling

Extrahierte 3D-Modell Daten liefern nicht immer eine homogene Struktur, wodurch sie nicht ef-
fektiv von Methoden des maschinellen Lernens verarbeitet werden können. Beispielsweise ist
es sehr wahrscheinlich, dass Modelle mit einer unterschiedlichen Punkt- oder Kantenanzahl vor-
kommen. Aus diesem Grund ist es notwendig sie in eine einheitliche Form zu bringen. Dieser
Abschnitt befasst sich mit den mathematischen Grundlagen des in der Arbeit verwendeten Samp-
lings.

Baryzenztrische Koordinaten

Die baryzentrischen Koordinaten sind in die af�ne analytische Geometrie einzuordnen. Sie die-
nen dazu die Lage eines bestimmten Punktes in Bezug auf ein Simplex zu beschreiben. Ein Sim-
plex ist ein n-dimensionales Polytop beispielsweise eine Linie, ein Dreieck oder ein Tetraeder
[Sch, Mat]. Die Kernidee der baryzentischen Koordinaten stellt das Teilverhältnis l eines Punk-
tes P auf einer Geraden

�!
AB dar. Somit kann der Punkt P durch eine Linearkombination dieser

Verhältniskoef�zienten beschrieben werden.

Gegeben seien zwei PunkteA und B, der Differenzvektor berechnet sich wie folgt:

�!
AB = B � A

Aus dieser Gleichung kann nun das Grundkonzept der baryzentrischen Koordinaten hergeleitet
werden. Es sei ein Punkt P auf einer Geraden

�!
AB gegeben mit

�!
AP :

�!
AB = l

Dann gilt auch P � A = l (B � A) = l B � l A und somit durch Umstellung auch

P = ( 1 � l )A + l B (2.3.1)

In diesem Fall bezeichnet man die Punkte A und B als Ursprungspunkte des eindimensionalen
reellen baryzentrischen Koordinatensystems. Die allgemeine De�nition sieht wie folgt aus:

Seienx1, ...,xn Eckpunkte eines Simplex im Vektorraum A. Gilt für einen Punkt P aus A folgende
Gleichung:

(a1 + ...+ an) � P = a1x1 + ...+ anxn

So nennt man die Koef�zienten (a1, ...an) baryzentrische Koordinaten von p zu x1, ...,xn. Erfüllen
die Koordinaten zusätzlich noch die Bedingung a1 + ...+ an = 1, dann spricht man von normier-
ten baryzentrischen Koordinaten.
Im Rahmen dieser Arbeit werden baryzentrische Koordinaten zum Generieren von Punkten in
Dreiecken benötigt. Aus diesem Grund wird nun die allgemeine Form an diesem Kontext ange-
wandt. Gegeben sind drei Punkte A, B, C in einer Ebene. Angenommen für die Skalare (a1, a2, a2)
gilt, dass a1 + a2 + a3 = 1, dann ist ein Punkt P in der Ebene wie folgt de�niert:

P = a1A + a2B + a3C (2.3.2)
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Kapitel 2 Grundlagen

Der Punkt liegt im Dreieck 4 ABC, wenn folgende Gleichung erfüllt ist:

0 < = a1, a2, a3 < = 1 (2.3.3)

Ist einer der Koef�zienten kleiner als Null oder größer als Eins, dann be�ndet sich der Punkt
außerhalb des Dreiecks 4 ABC. Ist einer der Koef�zienten gleich Null, dann liegt der Punkt
auf einer der Geraden des Dreiecks 4 ABC. Abbildung 2.9 zeigt eine Darstellung eines solchen
Punktes P in dem Dreieck 4 ABC mit seinen baryzentrischen Koordinaten P : a1 = a3 = 0, 3;a3 =
0, 7

A B

C

P

Abbildung 2.9: Darstellung der baryzentrischen Koordinaten anhand eines Dreiecks

Durch diese Repräsentation können nun beliebige Punkte im Dreieck erzeugt und beschrieben
werden, solange keiner der Koef�zienten kleiner als Null oder größer als Eins ist. Um ein gleich-
mäßiges Sampling zu erreichen, müssen die Punkte einheitlich in dem Dreieck verteilt sein. Dafür
wird das Latin Hypercube Sampling verwendet.

Latin Hypercube Sampling

Das Latin Hypercube Sampling (LHS) ist eine Methode in der Statistik, um zufällige Stichproben
aus einer multivariaten Verteilung zu samplen [MBC79, IDZ80]. Diese Sampling Methode dient
oft zum Erzeugen von Daten in verschiedenen Simulationsexperimenten. Im Zusammenhang
mit statistischen Samplen ist ein Latin Square (dt. lateinisches Quadrat) ein quadratisches Raster,
welches pro Zeile und Spalte exakt nur ein Sample besitzt. Ein Latin Hypercube ist dann die
Übertragung dieses Konzeptes in einem n-dimensionalen Raum, wo jedes Sample das einzige in
jeder Achsen ausgerichteten Hyperebene ist.
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X
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Latin Hypercube Sampling

Abbildung 2.10: Darstellung fünf gesampleter Parameter nach Latin Hypercube Sampling

24
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Angenommen es werden N Dimensionen gesamplet. Dann wird der Bereich der Variable in M
gleichgroße Abschnitte unterteilt. Danach werden M Samplepunkte so verteilt, dass sie die Vor-
aussetzungen des Latin Hypercubes erfüllen. Das bedeutet, dass die Anzahl an Abschnitten M
für jede Dimension identisch sein muss. In Abbildung 2.10 ist ein Beispiel einer solchen Vertei-
lung dargestellt.
Wie in Abbildung 2.10 zu sehen ist, besitzt jede Spalte und jeder Zeile unseres Raumes exakt ein
Sample, dadurch kann eine gleichmäßige Struktur gewährleistet werden. Diese Technik wird nun
benutzt, um die vorher vorgestellten Koef�zienten (baryzentrische Koordinaten) zu ermitteln und
dadurch eine beliebige Anzahl an Punkten in einem Dreieck zu bestimmen.

2.3.3 Normalisierung

Normalisierung oder auch Merkmalsskalierung genannt ist eine Methode der Datenaufbereitung,
um den Wertebereich von unabhängigen Variable zu vereinheitlichen [AH01]. Das bedeutet, dass
alle Verteilungen einer Variable auf den gleichen Mittelpunkt verschoben werden und deren Stan-
dardabweichungen identisch sind.
Da die Wertebereiche von Rohdaten oftmals stark variieren, können einige Methoden des maschi-
nellen Lernens nicht ordnungsgemäß funktionieren. Zum Beispiel hat die euklidische Distanz
zweier Vektoren, die oftmals als Maß für Ähnlichkeit genommen wird, einen größeren Ein�uss
bei größeren Wertebereichen. Deshalb ist es notwendig diese Daten vorher aufzubereiten und zu
normalisieren. Zusätzlich kann durch die viel kleineren Werte erreicht werden, dass das Gradi-
entenverfahren schneller konvergiert, wodurch die Performanz der Algorithmen steigt.
Im Rahmen dieser Arbeit werden die Daten anhand der Mittelwertnormalisierung angeglichen,
diese ist wie folgt de�niert [Shi]:

x0=
x � x̄

max(x) � min(x)
(2.3.4)

Dieser Ansatz wird nun auf die zugrundeliegenden Daten angewandt. Bei der Normalisierung
einer Punktwolke P wird zuerst der Mittelwert mP aller Punkte p in der Punktwolke berechnet.

mP =
1
N å

p2 P
p,

wobei N die Anzahl der Punkte ist. Der Punkt mP wird oft auch als Zentroid der Punktwolke
bezeichnet. Danach erfolgt die Berechnung der Distanzen aller Punkte zum Ursprung, um die
maximale Distanz distmax zu ermitteln. Dazu muss der Mittelwert von allen Punkten subtrahiert
werden, wodurch der Koordinatenursprung das neue Zentrum de�niert. Dieser Sachverhalt wird
durch die Gleichungen (2.3.5) beschrieben.

pc = p � mp, distmax = max
pc2 Pc

(
r

å
i= 1

p2
ci

) (2.3.5)

Die daraus resultierende Gesamtform für die Berechnung einer normalisierten Punktwolke sieht
dann wie folgt aus:

p0=
p � mP

distmax
(2.3.6)
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2.4 GRUNDLAGEN DES MASCHINELLEN LERNENS

Dieser Abschnitt behandelt die Grundlagen verschiedener Methoden des maschinellen Lernens.
Zuerst wird ein kurzer Überblick über den gesamten Bereich vorgestellt, um den Schwerpunkt
der Arbeit abzugrenzen. Danach folgt eine genauere Beschreibung der Funktionsweise von neu-
ronalen Netzen, da sie die Grundlage der Untersuchung darstellen. Im Anschluss wird die Ar-
chitektur von Convolutional Neural Networks (CNN) beschrieben, eine Unterkategorie der Neu-
ronalen Netze, die besonders in der Bilderkennung ihren Einsatz �ndet. Da 3D-Daten lediglich
eine weitere Dimension beinhalten, lässt sich die Funktionsweise der 2D-CNN's auch einfach auf
3D-Daten übertragen.

2.4.1 Überblick

Die praktische Umsetzung des maschinellen Lernens geschieht durch Algorithmen. Diese kön-
nen in zwei große Gruppen eingeteilt werden, die sich anhand der jeweiligen Eingabedaten und
dadurch auch Funktionsweisen unterscheiden [GBC16].

Überwachtes Lernen

Das Überwachte Lernen fasst all die Methoden und Algorithmen zusammen, die mit Hilfe von
gelabelten Daten arbeiten. Grob gesagt muss der Algorithmus eine Funktion lernen, welche die
jeweiligen Eingabedaten auf bestimmte Ausgabedaten abbildet. Dies geschieht indem der Algo-
rithmus in mehreren Rechenschritten, der so genannten „Trainingsphase“, gewisse Eingabedaten
erhält und dazu den zugehörigen Funktionswert kennt. Dadurch soll eine Assoziation zwischen
Eingabe- und Ausgabedaten hergestellt werden. Mit Hilfe dieser Assoziationen können später,
vorher noch unbekannte Eingabedaten einem möglichen Funktionswert zugeordnet werden. Ein
Teilgebiet des überwachten Lernens ist die Klassi�kation, welche in dieser Arbeit näher betrachtet
wird.

Beim Klassi�zieren geht es darum, die Eingabedaten in eine der vorher festgelegten Klassen zu-
zuordnen. Der Algorithmus �ndet demnach eine Assoziation zwischen der Eingabe und einem
Label (Klasse). Im Kontext dieser Arbeit stellen die 3D-Modelle unsere Eingabedaten dar und die
jeweiligen Bauteile de�nieren unsere Klassen. Eine detailliertere Beschreibung erfolgt später im
Kapitel 3.

Unüberwachtes Lernen

Beim unüberwachten Lernen verfügt der Nutzer über keine Ausgabedaten. Der Algorithmus er-
hält lediglich die Eingabedaten und soll daraus ein statistisches Modell erzeugen. Dabei gilt es
das Auftreten und die Korrelation der Daten zu untersuchen und zusammenzufassen, wodurch
mit Hilfe des erlernten Modells Vorhersagen möglich sind. Ein wichtiger Vertreter des unüber-
wachten Lernens ist die Clusteranalyse. Bei dieser wird versucht möglichst ähnliche Daten in
eine bestimmte Anzahl an Gruppen (Cluster) zu unterteilen. Diese Methode bietet auch eine
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Möglichkeit zur Klassi�kation und eignet sich gut, wenn die Anzahl und Art der Klassen nicht
genau vorliegt. Da dies im Rahmen dieser Arbeit nicht der Fall ist, werden die Methoden des
unüberwachten Lernens hier nicht weiter betrachtet.

2.4.2 Künstliche Neuronale Netze

Ein bekannter Vertreter des überwachten Lernens und einen wichtigen Bereich der künstlichen
Intelligenz stellen künstliche neuronale Netze (KNN) dar. Neuronale Netze sind angelehnt an
das menschliche Gehirn und stellen somit das Pendant zu den vernetzen Neuronen im Nervensy-
stem dar. Im Folgenden wird genauer auf die grundlegende Funktionalität und den Aufbau von
neuronalen Netzen eingegangen. Dieser Abschnitt orientiert sich am Kurs Convolutional Neural
Networks for Visual Recognitionder Standford University von Andrej Karpathy [Kar19c].

Perzeptron

Neuronale Netze modellieren grob das biologische Nervensystem. Das Fundament stellen dem-
nach die sogenannten Neuronen dar. Ein Neuron ist die kleinste Recheneinheit und besteht aus
drei Hauptbestandteilen. Der Eingabesignale mit jeweiligen Gewichten, einer Aktivierungsfunk-
tion mit zusätzlichen Bias, der einen Schwellwert darstellt und dem Ausgangssignal. Mit Hilfe
eines Neurons, können beispielsweise einfache logische Operationen dargestellt werden. In Ab-

Abbildung 2.11: Perzeptron eines logischen ODERs

bildung 2.11 ist ein simpler Aufbau eines solchen Neurons als logisches ODER abgebildet. Die
Eingaben x und y werden mit ihren jeweiligen Gewichten multipliziert und anschließend auf-
summiert. Der daraus resultierende Wert muss größer als ein bestimmter Schwellwert (Bias)
sein, um den Ausgang des Neurons zu „aktivieren“. Die daraus resultierende Funktion wird Ak-
tivierungsfunktion genannt und ist in diesem Beispiel eine einfache Schwellenwertfunktion, die
eine boolsche Variable widerspiegelt. Im folgenden Abschnitt wird ein genauerer Blick auf die
geläu�gsten Aktivierungsfunktionen geworfen.

Aktivierungsfunktion

Verschiedenste Funtkionstypen können als Aktivierungsfunktion genutzt werden. Jede Aktivie-
rungsfunktion nimmt einen einzelnen Eingabewert entgegen, in diesem Falle die Summe der ge-
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wichteten Eingänge und führt eine festgelegte mathematische Operation darauf aus. Die Funk-
tionen sind dabei nicht abhängig von der Topologie des Netzes und im Allgemeinen monoton
steigend.

Sigmoid Die Sigmoid-Funktion ist eine nicht-lineare Funktion und eine der bekanntesten Ak-
tivierungsfunktionen. Der Verlauf der Funktion ist s-förmig und bildet die Eingabe auf einen
Wertebereich zwischen 0 und 1 ab (siehe Abbildung 2.12). Genauer gesagt, große negative Werte
werden 0 und große positive Werte werden 1. Durch ihre einfache Differenzierbarkeit und der
Interpretation als „Aktivierungsrate“: von das Neuron feuert nicht (0) zu das Neuron feuert kom-
plett (1), wurde Sigmoid eine oft benutze Aktivierungsfunktion in der Vergangenheit. Jedoch
verliert sie aktuell an Beliebtheit, da sie einige Nachteile mit sich zieht.

sig(x) =
1

1 + e� x (2.4.1)

Eine negative Eigenschaft der Sigmoid-Funktion ist die schnelle Sättigung der Aktivierung. In
den Bereichen von 0 und 1 ist der lokale Gradient der Funktion nahezu 0. Dieser wird während
der Backpropagation mit den vorherigen Gradienten multipliziert, wodurch der Gradient Null
wird und somit kein Signal durch das Neuron �ießt. Deshalb ist es wichtig die Initial-Gewichte
der Sigmoid-Funktion nicht zu groß zu wählen, damit nicht von Beginn an jegliche Neuronen ge-
sättigt sind, denn dadurch würde das Netz kaum lernen. Zusätzlich ist die Ausgabe der Funktion
nicht null-zentriert, wodurch die Gradienten entweder nur positive oder negativ werden, was ein
unerwünschtes Verhalten beim Gradientenabstieg nach sich zieht.
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Abbildung 2.12: Graphische Darstellung der Sigmoid-Funktion

ReLU ReLU steht für Recti�ed Linear Unit. Die Aktivierungsfunktion hat in den letzten Jahren
an Popularität gewonnen und wird vor allem in Bereichen des Deep Learnings verwendet. Die
Funktion wird wie folgt berechnet:

f (x) = max(0,x) oder Approximation: f (x) = log(1 + ex) (2.4.2)
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Sie ist Null wenn die Eingabe x < 0 ist und verläuft danach linear mit einem Anstieg von 1. In
anderen Worten, die Funktion besitzt den Schwellenwert Null. Es wurde gezeigt, dass durch
ihre Linearität der stochastische Gradientenabstieg schneller konvergiert als im Vergleich zur
Sigmoid-Funktion [Kar19c]. Zusätzlich ist die Implementierung der ReLU-Funktion ef�zienter,
da weniger rechenintensive Operationen verwendet werden müssen. Jedoch kann es passieren,
dass bei großen Gradienten sich die Gewichte so anpassen, dass die Funktion für keine Eingabe
mehr aktiviert, dann spricht man von einem „toten“ Neuron. Aus diesem Grund gibt es eine
leicht veränderte Version: Die Leaky ReLU. Anstatt dass der Funktionswert konstant auf Null
gesetzt wird, bekommt die Funktion bei einer negativen Eingabe einen kleinen Anstieg. Dieser
wird durch eine Konstante a ermöglicht (bsp. a = 0.01) Dadurch wird verhindert, dass negative
Werte das Neuron nicht aktivieren und somit einzelne Neuronen „sterben“.
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Abbildung 2.13: Graphische Darstellung der Recti�ed Linear Unit

Backpropagation

Der Grundaufbau eines neuronalen Netzes kann als azyklischen Graphen dargestellt werden.
Ein Netz besteht aus mehreren Schichten (englisch Layer), welche jeweils eine beliebige Anzahl
an Neuronen enthalten. Dabei besitzt das Netz immer einen Input-Layer und einen Output-Layer
und eine bestimmte Anzahl an sogenannten Hidden-Layern. Sind die einzelnen Neuronen einer
Schicht komplett mit allen Neuronen der nächsten Schicht verbunden, so spricht man von einem
Fully-Connected-Netz. Einfach gesagt, die Ausgabe eines Neurons wird zur Eingabe jedes ein-
zelnen Neurons in der nächsten Schicht. In Abbildung 2.14 sieht man den Aufbau eines solchen
einfachen neuronalen Netzes. Der Output-Layer besitzt meist keine Aktivierungsfunktion, da er
beispielsweise oft als Ausgabe für eine Klassenbewertung dient.

Abbildung 2.14: Beispiel eines einfachen neuronalen Netzes [Kar19c]
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Einer der Hauptgründe für diesen schichtweisen Aufbau ist die simple und ef�ziente Berechnung
eines Eingabevektors, wenn er vorwärts durch das Netz propagiert wird. Die Gewichte einer
Schicht können einfach in einer Matrix dargestellt werden. Mittels Matrixmultiplikation kann
dann die Eingabe der Aktivierungsfunktion berechnet werden und somit die Aktivierung aller
Neuronen in einer Schicht. Die Aufgabe des Netzes ist es nun die Gewichtsmatrizen und Bias-
Vektoren so anzulernen, dass ein gewünschter Ausgangswert erreicht wird. Dies geschieht mit
Hilfe der Backpropagation [Kar19a]. Dabei wird ein Eingabevektor vorwärts durch das Netz
propagiert und die resultierende Ausgabe mit der gewünschten Ausgabe verglichen. Danach
wird das Fehlermaß berechnet, ein Maß dafür, wie weit die aktuelle Ausgabe von der erwarteten
entfernt liegt. Ein Beispiel für eine Fehlerfunktion ist der quadratische Fehler:

E =
1
n

n

å
i= 1

(t i � oi )
2, (2.4.3)

Dabei ist t i die erwartete Ausgabe und oi der tatsächlich errechnete Wert. Ziel ist es, den Fehler
zu minimieren, um die Ausgabe näher an die erwartete Ausgabe heranzuführen. Mittels des
mathematischen Optimierungsverfahrens Gradientenabstieg ist dies möglich. Dabei wird nun
der Fehler durch das Netz zurück propagiert, indem die partielle Ableitung in Abhängigkeit der
Gewichte berechnet wird. Das geschieht durch eine simple Anwendung der Kettenregel.

¶E
¶wi j
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¶oj
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¶netj

¶netj
¶wi j

, (2.4.4)

Dadurch werden die Gewichte der einzelnen Neuronen abhängig von ihrem Ein�uss auf den
Fehler geändert und erlernt. Die Frequenz der Aktualisierung der Gewichte hängt vom jeweili-
gen gewählten Verfahren des Gradientenabstiegs ab. Es wird grob zwischen drei verschiedenen
Methodiken unterschieden, dem Batch Gradient Descent, dem Stochastic Gradient Descent und
dem Mini-Batch Gradient Descent [Rud16].
Beim Batch Gradient Descent erfolgt das Update der Gewichte nach einem kompletten Durch-
lauf der Trainingssamples. Diese Methode ist sehr speicheraufwendig, konvergiert aber sicher
in ein globales Minimum bei einer konvexen Fehlerfunktion. Beim Stochastic Gradient Descent
werden die Gewichte nach jedem Sample aktualisiert. Dadurch wird die Berechnung in der Re-
gel schneller, aber durch die Fluktuation kann es passieren, dass nur lokale Minima gefunden
werden. Als Letztes gibt es noch den Mini-Batch Gradient Descent, dieser ist eine Mischung aus
beiden Varianten. Die Gewichte werden nach einem Batch aus n Samples aktualisiert. Dadurch
wird die Varianz der Updates verringert und eine stabilere Konvergenz erreicht. Die Performanz
ist je nach Wahl der Batchgröße immer noch ef�zient. Deep-Learning-Methoden implementieren
in den meisten Fällen den Mini-Batch Ansatz, da diese Methodik die ef�zienteste darstellt.
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2.4.3 Convolutional Neural Networks

Convolutional Neural Networks sind eine spezielle Form von neuronalen Netzen. Sie �nden vor
allem Anwendung im Bereich der Bildverarbeitung und visuellen Erkennung, da die Eingabe
meist Bilddaten sind. Dennoch eignen sie sich auch zum Erkennen von 3D-Daten. In diesem
Abschnitt werden die Grundkomponenten einer CNN-Architektur anhand eines Beispiels mit 2D
Bildern beschrieben. Die Prinzipien eines 2D-CNN lassen sich leicht in den dreidimensionalen
Raum übertragen, bieten jedoch eine simplere Veranschaulichung. Im Folgenden wird auf die
drei Hauptschichten eines Convolutional Neutal Network eingegangen: Convolutional Layer,
Pooling Layer, Fully-Connected Layer.

Convolutional Layer

Der Convolutional Layer ist der Kernbestandteil eines CNN und vollzieht die meiste Rechenar-
beit. Er besteht aus einer Menge an erlernbaren Filtern. Ein Filter ist eine kleine Matrix mit der
ein Bild gefaltet werden kann, um besondere Merkmale, wie beispielsweise Kanten oder Muster
zu erkennen. Der Filter hat eine festgelegte Größe, ist also im Vergleich zum Eingabebild deutlich
kleiner, reicht jedoch immer über die volle Tiefe des Bildes (RGB-Farbbild). Wenn nun der Filter
über das Bild gleitet, wird eine 2D-Aktivierungsmap berechnet, die beschreibt wie der Filter auf
den jeweiligen Stellen im Bild anspricht. Ein Convolutional Layer besteht aus einer beliebigen
Anzahl an Filtern, die jeweils bestimmte Merkmale des Bildes erkennen. Die Größe des Outputs
eines Convolutional Layers hängt von drei Hyperparametern ab - der Tiefe , Schrittgröße und
Zero-Padding . Mit folgender Formel lässt sich der die Größe der Ausgabe bestimmen:

Output =
(W � F + 2P)

2
+ 1, (2.4.5)

Dabei ist W die Größe des Eingabebildes,F die Größe des Filters, P die Anzahl der Pixelränder
des verwendeten Paddings und S der benutzte Schrittgröße. Im Gegensatz zu einem normalen
Neuronalen Netz sind die einzelnen Neuronen in einem Convolutional Layer nur lokal mit der
Eingabe verbunden.
Für beispielsweise eine Eingabebild der Größe [32x32x3] und einer Filtergröße von [5x5x3] ist die
Anzahl der Gewichte eines Neurons 5*5*3 = 75 Gewichte (+1 Bias Parameter). Dabei sind die
Pixel, die als Eingabe für das Neuron dienen, exakt an der gleichen Stelle und umfassen lediglich
die Größe der Filtermatrix. Zusätzlich teilen sich die Neuronen eines Convolutional Layer die
Gewichte, da sonst die Parameteranzahl bis in den Millionenbereich steigen kann. Somit spie-
gelt eine Schicht eine bestimmte Erkennung eines Features, wie beispielsweise die Erkennung
von Kanten im Eingabebild wieder. Außerdem wird durch das Teilen der Gewichte pro Schicht
eine Translationsinvarianz erreicht. Ein Feature ist somit nicht abhängig von seiner jeweiligen
Position.

In Abbildung 2.15 ist eine vereinfachte Architektur eines Covolutional Layers zu sehen. Je tiefer
der Convolutional Layer liegt, umso größer ist das Feld der betrachteten Pixel. Also die Pixel, die
in die Berechnung der Ausgabe mit ein�ießen. Um nun über�üssige Informationen zu entfernen
werden die sogenannten Pooling Layer benötigt.
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Abbildung 2.15: Lokale Verbindungen eines Neurons im Convolutional Layer [Kar19b]

Pooling Layer

Bei der Objekterkennung ist die exakte Position eines Features von nicht so großer Bedeutung,
wie die ungefähre Position. Aus diesem Grund wird das sogenannte Pooling angewandt, wo-
bei hier nur auf einem stark verbreiteten Vertreter eingegangen wird: Dem Max-Pooling. In der
Praxis ist es gängig nach mehreren Convolutional Layern regelmäßig Pooling Layer einzufügen,
um die Größe der Ausgabe zu verringern und unwichtige Information herauszu�ltern. Zusätz-
lich wird dadurch die Performanz der Netze verbessert, da weniger Berechnungen durchgeführt
werden müssen. Pooling wird mittels einer Max-Operation realisiert und unabhängig auf jeder
Tiefenebene der Eingabe angewandt. Meistens wird ein Layer mit einem Filter der Größe 2x2 und
einer Schrittweite von 2 verwendet. Somit wird das Maximum aus einem kleinen Bereich von vier
Pixeln bestimmt und 75 % der Aktivierungen verworfen. In Abbildung 2.16 ist ein Beispiel eines
solchen Filters dargestellt.

Abbildung 2.16: Beispiel der Max-Pool Operation [Kar19b]

Die Tiefendimension bleibt hiervon unberührt. Durch die Reduzierung der räumlichen Größe
reduziert sich ebenfalls die Parameteranzahl und der dafür benötigte Rechenaufwand. Daraus
resultiert die Möglichkeit komplexere Netze zu gestalten. Zusätzlich gewährt Pooling mehr Kon-
trolle gegenüber einer Überanpassung des Netzes, da durch die alleinige Nutzung prägnanter
Features das neuronale Netz besser generalisieren kann.
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Fully-Connected Layer

In der Praxis werden als letzte Schicht häu�g Fully-Connected Layer benutzt. Die Neuronen ei-
nes Layers sind, wie im vorherigen Abschnitt beschrieben, mit jedem Neuronen des vorherigen
Layers verbunden. Vor allem �ndet diese Architektur bei der Klassi�kation verwendung. Da-
bei ist die Anzahl der benutzen Hidden-Layern beliebig. Jedoch wird die Anzahl der Neuronen
im letzten Layer meist durch die Anzahl der zu unterscheidbaren Klassen bestimmt. Die Aus-
gabe der Neuronen der letzten Schicht geben die sogenannte Klassenbewertung an (engl. class
score). Diese kann bei Bedarf mit Hilfe der Softmax-Funktion in eine Wahrscheinlichkeitsvertei-
lung überführt werden (sie Gleichung 2.4.6).

Softmax(xi ) =
exp(xi )

å j exp(xj )
(2.4.6)

Die Softmax-Funktion normalisiert die Ausgabewerte auf einen Bereich von [-1, 1]. Diese Werte
geben somit an, wie Wahrscheinlich die Eingabe zu einer bestimmten Klasse zugeordnet werden
kann.
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3 VERWANDTE ARBEITEN

In diesem Abschnitt werden die verwandten Arbeiten zum Thema Erkennung von FEM-Geome-
trien kurz beschrieben und von der vorliegenden Arbeit abgegrenzt. Dabei wird zuerst der Fo-
kus auf die Arbeit von Akhil Pillai gelegt [Pil19], da diese die Grundlage einiger verwendeter
Ansätze darstellt. Danach folgt die Masterarbeit von Max Knorr [Kno19], deren Schwerpunkt
auf der Vorhersage von Schweißpunkten beruht. Im Anschluss erfolgt eine kurze Übersicht über
verschiedene Methoden im Stand der Technik zur 3D-Daten Erkennung.

3.1 PARAMETERVORHERSAGE MIT POINTNET

Pillai beschäftigte sich in seiner Arbeit [Pil19] mit dem Vorhersagen von Schweißpunktparame-
tern in Autokarosserien. Seine Arbeit unterteilt sich in zwei große Themenbereiche. Die Klassi-
�kation von Geometriedaten im Allgemeinen, in diesem Falle FEM-Geometrien und der Schät-
zung von Schweißpunktparametern. Im ersten Abschnitt stellt er die Deep-Learning-Architektur
PointNet [QSMG16] vor, auf die in Kapitel 5 genauer eingegangen wird. Pillai beschreibt, wie aus
den vorliegenden Daten 3D-Meshes einzelner Autobauteile extrahiert und diese dann anschlie-
ßend mittels einer Sampling Methode in 3D-Punktwolken konvertiert werden. Die Punktwolken
wurden nicht normalisiert. Dieses Konzept stellt eine Grundlage für diese Arbeit dar.
Die somit entstandenen Punktwolken wurden als Trainingsdatensatz für PointNet verwendet.
Anschließend zeigte Pillai mit einigen Testversuchen, wie die Klassi�kation mit PointNet ab-
schneidet. Hierfür wurden zehn Bauteile des Toyota Yaris extrahiert und antrainiert. Danach
wurde unter anderem gezeigt, wie viel Ein�uss die Größe der Punktwolke und die Anzahl der
Trainingssamples auf die Genauigkeit von PointNet haben. Im Anschluss wurde gezeigt, dass
PointNet den Toyota-Yaris-Datensatz, bestehend aus 250 Bauteilen, zu 95 % richtig klassi�zieren
kann. Dazu muss erwähnt werden, dass der Testdatensatz auf den selben Daten gesamplet wurde
wie die Trainingsdaten. An dieser Stelle wäre eine Untersuchung mit mehreren Modellen wichtig
um Nachzuweisen, dass PointNet auch komplett unbekannte Bauteile klassi�zieren kann. Diese
Untersuchung stellt einen Schwerpunkt der vorliegenden Arbeit dar.
Im zweiten Abschnitt beschreibt Pillai die Extraktion von Schweißpunkt-Informationen aus den
PAM-Crash Daten. Da die Schweißpunkte zwischen zwei Bauteilen liegen, wurde versucht die
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Bauteile zu erkennen und anhand der Klassi�kation, sollte durch ein weiteres neuronales Netz
auf die jeweiligen Schweißpunktparameter geschlossen werden. Im Weiteren wurden verschie-
dene Ansätze zur Vorhersage von Schweißpunktparametern inklusive Testergebnisse vorgestellt.
Da der Schwerpunkt dieser Arbeit allein auf der Erkennung und Klassi�kation von FEM-Geome-
trien liegt, wird hier nicht tiefer drauf eingegangen.

3.2 PARAMETERVORHERSAGE MIT STEIFIGKEITSMATRIZEN

Knorr beschreibt in seiner Arbeit [Kno19] eine automatisierte Methode für das Setzen von Schweiß-
punkten mittels Methoden des maschinellen Lernens. Dabei wird auf einigen grundlegenden
Konzepten von Pillai [Pil19] aufgebaut. Knorr extrahiert jedoch nicht gesamte Bauteile, sondern
lediglich die sogenannten Flanschbereiche, die Überlappungs�äche zweier verschweißter Bau-
teile und entwickelt damit einen neuen Ansatz zur Extraktion. Den Schwerpunkt der Arbeit bil-
den zwei Strategien die sich mit der Vorhersage der Schweißpunktparameter beschäftigen. Nach
Strategie 1 werden die extrahierten Bauteilbereiche erkannt und klassi�ziert. Anhand dieser klas-
si�zierten Bauteile und mit Hilfe einer Wissensdatenbank werden die entsprechenden Schweiß-
punkte auf das jeweilige Bauteil gemappt.

Die zweite Strategie konvertiert die Flanschbereiche in eine Stei�gkeitsmatrix. Das sind Matrizen,
die zur Berechnung von FEM-Solvern benötigt werden. Sie stellen demnach eine weitere Darstel-
lungsform von 3D-Daten dar. Diese neue Darstellung dient nach Knorr nun als Grundlage für
ein neuronales Netz, welches die Eingabematrizen auf eine Klasse abbildet. Anschließend wurde
die neue entwickelte Methode auf reale Flanschbereiche getestet. Aufgrund der resultierenden
Genauigkeitswerte wird dieser Ansatz in der vorliegenden Arbeit nicht genauer untersucht.

3.3 STAND DER TECHNIK ZUR 3D-GEOMETRIE ERKENNUNG

Das Erkennen und Klassi�zieren von 3D-Geometrien ist ein aktuelles, junges Forschungsgebiet.
Aus diesem Grund gibt es einige Ansätze, die sich besonders in der Art der Repräsentation der
3D-Daten unterscheiden [SGWM18]. Seit ungefähr fünf Jahren versuchen Forscher mit ihren
neuen Architekturen und Ansätzen immer besser Ergebnisse in Sachen Genauigkeit zu erzielen.

Ein bekannter Datensatz für Benchmarks stellt dabei der ModelNetDatensatz dar [Pri]. ModelNet
ist eine Sammlung aus 3D-Objekten zusammengefasst in bekannte Klassen, wie beispielsweise
Tasse, Stuhl und Flugzeug. Der Datensatz existiert in zwei Versionen, einmal mit 10 unterschied-
lichen Klassen und einmal mit 40. Viele der vorgestellten Stand-der-Technik-Methoden beschäf-
tigen sich mit Multi-View Daten [SMKL15, HLL + 19, Kan16]. Kanezake et al. stellen in ihrer
Arbeit [Kan16] RotationNet vor, eine CNN-basierte Architektur, die Multi-View Daten kategori-
siert. Diese erreicht eine der besten Genauigkeitswerte von 97,37 % auf ModelNet40. Ähnlich
wie die Multi-View Ansätze ist auch die Ensemble Methode in [SPT18] von S�kas et al.. Diese
nimmt von jeder Achse ein Panoramabild des Objektes auf und reicht es an ein zuständiges CNN
weiter. Anhand der so extrahierten Features wird dann klassi�ziert. Dieser Ansatz erreicht mit
ModelNet auch gute Genauigkeitswerte. Auch die Darstellungsform mit Voxels ist vertreten mit
dem bekannten VoxNet von Maturana und Scherer [MS15]. Neuere Ansätze werden vorgestellt
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von Zhou und Tuzel in [ZT17]. VoxelNet besteht aus einer CNN Architektur und unterteilt eine
Sensor-Punktwolke in ein Voxelgitter. Das daraus resultierende Netz kann Objekte in einer Szene
erkennen.

Einer der bekanntesten Vertreter der sich mit der Klassi�kation von Punktwolken auseinander-
setzt ist PoinNet von Qi et al. [QSMG16]. Dieser Ansatz wurde von Pillai [Pil19] verfolgt und
�ndet in dieser Arbeit wieder Anwendung. Zusätzlich stellten Ben-Shabat et al. in ihrer Ar-
beit [BLF17] eine neue Darstellungsform von Punktwolken vor. Laut Ben-Shabat konnten mit-
tels dieser die Ergebnisse von PointNet geschlagen werden. Demzufolge ist diese Methode von
besonderem Interesse für die vorliegende Arbeit (siehe Kapitel 5). Im Rahmen dieser Arbeit
werden Punktwolken als Repräsentation der 3D-Objekte verwendet, da die zugrundeliegende
3D-Bauteile aus Meshes bestehen und sich dadurch einfach in Punktwolken übertragen lassen.
Zusätzlich bietet diese Darstellung im Vergleich zu den anderen Vertretern eine bessere Perfor-
manz. Aus diesem Grund werden die Ansätze mit Multi-View Daten und Voxels nicht genauer
betrachtet.
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4 AUFBEREITUNG VON 3D

FEM-DATEN

Dieses Kapitel beschäftigt sich damit, wie FEM-Daten aufbereitet werden müssen, um sie für
maschinelle Lernalgorithmen verwendbar zu machen. Dazu muss erwähnt werden, dass die
Struktur der Daten sehr vielseitig ausfallen kann, wodurch es keine universelle und automatische
Methode zur Vorverarbeitung gibt.

Wie in Kapitel 1 beschrieben ist das Ziel dieser Arbeit, die Untersuchung verschiedener maschi-
neller Lernmethoden zur Klassi�kation von FEM-Daten. Dafür müssen die vorhandenen FEM-
Daten vorerst analysiert und die für das Training eines neuronalen Netzes notwendigen Informa-
tionen extrahiert werden. Dabei stellt im Rahmen dieser Arbeit eine FEM-Datei ein Modell eines
bestimmten Fahrzeugs dar. Beispielsweise besteht das FEM-Modell des Toyota Yaris aus über
300 verschiedenen Bauteilen, die als geometrische 3D-Koordinaten hinterlegt sind. Die jeweili-
gen Bauteile stellen die zu erkennenden Einheiten dar.
Wie Pillai in seiner Arbeit [Pil19] erwähnte, kann die Erkennung für ein trainiertes Automodell
gute Ergebnisse liefern. Das bedeutet, um ein neues Bauteil klassi�zieren zu können, muss das
neuronale Netz mit den entsprechenden Modellen neu trainiert werden. Aus Kapitel 1 geht je-
doch hervor, dass die Klassi�kation der Bauteile eines Fahrzeugs ohne Vorkenntnis des jeweiligen
Modells erfolgreich sein soll. Aus diesem Grund ist der Schwerpunkt dieser Arbeit, die Unter-
suchung der Generalisierung der maschinellen Lernalgorithmen. Mit anderen Worten: Wie gut
können die gewählten Methoden die vorhandenen Datensätze abstrahieren? Das heißt, auf einem
bestimmten Datensatz trainiert und mit einem komplett neuen Datensatz getestet werden.
Die verwendeten maschinellen Lernalgorithmen werden später im Kapitel 5 genauer beschrieben
und analysiert. Vorerst geht es um die Aufbereitung der zugrundeliegenden FEM-Daten.
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4.1 DATENBESCHAFFUNG

Um die Generalisierung nachzuweisen werden mehr FEM-Modelle von verschiedenen Fahrzeu-
gen benötigt. Im Rahmen dieser Arbeit werden, wie in Kapitel 2 beschrieben, zwei Datentypen
von FEM-Daten verwendet: LS-Dyna und PAM-Crash Dateien. Die verwendeten PAM-Crash
Daten wurden von Audi der SCALE GmbH zur Verfügung gestellt. Das Toyota Yaris Modell
wird von LS-Dyna zur freien Verwendung angeboten. Insgesamt wurden sechs verschiedene
Automodelle aus dem LoCo ( Load Case Composer), eine Software zur Verwaltung der FEM-Daten
von der SCALE GmbH, extrahiert und bereitgestellt. Darunter befanden sich fünf Modelle von
Audi als PAM-Crash Datei sowie der Toyota Yaris als LS-Dyna Datei. Die Bezeichnungen der
Audi-Modelle werden aus Diskretionsgründen umbenannt. Die in der vorliegenden Arbeit ver-
wendeten Modellnamen lauten nun FM1, FM2, FM3, FM4 und FM5.
Durch den iterativen Fertigungsprozess eines solchen Automodells entsteht eine enorme Daten-
menge, da die Modelle und ihre Parameter durch eine Vielzahl an Simulationen ständig ange-
passt werden. Somit waren mehrere Gigabyte an Daten des selben Modells vorhanden, die zuerst
einmal auf Validität überprüft werden mussten, da durch verschiedene Ein�üsse, Fehler in den
Daten nicht vermieden werden können.
Mit Hilfe von halbautomatisierten Python-Skripten wurden die Daten verarbeitet und fehlerhafte
FEM-Dateien entfernt. Die geometrische Struktur eines Fahrzeugmodells über mehrere Dateien
unterschied sich nur geringfügig, weshalb pro Modell nur eine FEM-Datei ausgewählt wurde.
Das Ergebnis stellen sechs valide FEM-Dateien dar, die weiterverarbeitet werden können. Im
nächsten Schritt müssen die nötigen 3D-Informationen der jeweiligen Bauteile eines Modells aus
diesen Daten extrahiert werden.

4.2 DATENAUFBEREITUNG

Wie in Kapitel 2 beschrieben, bestehen die FEM-Daten meist aus Keywords, die einen bestimmten
Datenblock einleiten. Unter anderem sind die Punkte des 3D-Modells eines Fahrzeugs unter dem
Keyword NODE gespeichert. In diesem tabellenartigen Datenblock be�nden sich alle Punkte,
die im Modell enthalten sind, jedoch ohne Verweis auf das zugehörige Bauteil. Um an die Punkte
eines Bauteils zu gelangen, muss nach den entsprechenden Keywords gesucht werden. Bei den
LS-Dyna Daten ist es das Keyword PARTS und bei den PAM-Crash Daten das Keyword SHELLS.
In diesem Falle werden nur die Schalenvolumen berücksichtigt, da so die meisten Bauteile eines
Fahrzeugs dargestellt werden. Bauteile eines Modells werden demnach separat in einzelnen Da-
tenblöcken gespeichert. Zusätzlich besitzt jeder dieser Parts eine Bezeichnung, welche in der
vorliegenden Arbeit das Label des jeweiligen Bauteils symbolisiert. Das Label stellt modellüber-
greifend die einheitliche und eindeutige Bezeichnung eines Bauteils dar und dient später zur
Klassi�kation.
In Abbildung 4.1 ist das Modell des Toyota Yaris als Punktwolke und in ANSA [Sol] visualisiert.
In ANSA werden die Punkte jedes Bauteils mit einer anderen Färbe repräsentiert. Alle FEM-
Modelle bestehen aus rund 350 verschiedenen Bauteilen, wovon nur eine kleine Menge in allen
FEM-Daten wiederzu�nden ist.
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(a) Visualisierung des Toyota Yaris als Punktwolke (b) Visualisierung des Toyota Yaris in ANSA

Abbildung 4.1: Vergleich des FEM-Modells als Punktwolke und als Mesh

4.2.1 Parsen

Um nun die 3D-Daten extrahieren zu können, müssen die FEM-Dateien geparst werden. Dies
geschieht mit Hilfe des femparser. Der femparserist eine Python-Bibliothek entwickelt von der
SCALE GmbH zum Verarbeiten und Parsen von FEM-Daten. Dabei werden die Dateien anhand
der entsprechenden Keywords gescannt und in eine Mesh-Datenstruktur transferiert. Dadurch
ist es möglich, auf die einzelnen Punkte der Bauteile zuzugreifen und iterativ die dazugehörigen
Koordinaten zu extrahieren. Der femparserist in der Lage verschiedenste Datentypen, wie die
LS-Dyna Dateien und die PAM-Crash Dateien in die gleiche Form zu parsen, weshalb er für diese
Arbeit verwendet wird.
Die daraus entstehenden Daten werden in einer JSON-Datei zwischengespeichert und mit dem
Namen des entsprechenden Bauteils benannt, um die nachfolgenden Verarbeitungsschritte zu
vereinfachen. Dieser Verarbeitungsschritt ist in Abbildung 4.2 dargestellt. Somit entsteht pro
Bauteil eine JSON-Datei mit den jeweiligen 3D-Koordinaten des Bauteils.

Abbildung 4.2: Pipeline des Parsens von FEM-Inputdecks

Das Problem ist, dass jedes dieser Bauteile aus einer unterschiedlichen Anzahl an Punkten be-
steht. Die Anzahl ist jedoch von großer Bedeutung, da die aktuellen Architekturen der Convolu-
tional Neural Networks eine gleichbleibende Größe der Punktwolken voraussetzen. Die vorlie-
genden Bauteile müssen demnach auf die gleiche Anzahl an Punkten gebracht werden. Dabei gilt
es zu beachten, dass sich die grundlegende Form und Struktur des 3D-Modells nicht verändert
wird. Eine Möglichkeit dieses Problem anzugehen ist es, die Ober�ächen der Bauteile gleichmä-
ßig abzutasten und die daraus generierten Punkte als Punktwolke zu speichern.
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4.2.2 Sampling

Im vorherigen Abschnitt wurden die 3D-Geometrien aus den FEM-Daten extrahiert und in einer
JSON-Datei gespeichert. Die daraus resultierende Datenstruktur besteht nun aus einer beliebigen
Anzahl von n Facetten, die jeweils vier Punkte mit jeweiligen Koordinaten beinhalten. In diesem
Abschnitt wird eine Methode beschrieben, die es ermöglicht die Anzahl der Punkte in der Punkt-
wolke mittels Sampling auf eine konstante Größe zu bringen. Der mathematische Ansatz stammt
aus der Arbeit von Pillai [Pil19]. Ziel ist es, eine möglichst gleichmäßig abgetastete Ober�äche zu
erhalten, damit wenig bis keine Informationen der zugrundeliegenden 3D-Geometrie verloren
gehen. Außerdem wird sich hier auf ein uniformes Sampling konzentriert, da die hier verwen-
deten Deep-Learning-Architekturen mit solchen Sampling-Methoden getestet wurden und die
besten Ergebnisse liefern. Zusätzlich werden durch Pooling-Operationen markante Regionen der
3D-Modelle zusammengefasst und gruppiert, weshalb ein relevanz-basiertes Sampling zu Ver-
lust von Informationen der Gesamtform führen kann [RACT15]. Ein genauerer Einblick auf die
Funktionsweise der Deep-Learning-Algorithmen erfolgt in Kapitel 5.
Um eine uniforme Punktwolke aus einem 3D-Mesh zu generieren muss dessen Ober�äche gleich-
mäßig abgetastet werden und die komplette Grundform erfassen. Der trivialste Ansatz wäre
zufällig Punkte in den Facetten der 3D-Geometrie zu generieren. Der extrahierte Mesh besteht
jedoch aus vierseitigen Facetten und zusätzlich ist die Größe der eingeschlossenen Fläche einer
Facette nicht gleichmäßig, wodurch ein uniformes Sampling erschwert wird. Die vorgestellte
Sampling-Methode besteht aus zwei großen Schritten. Die Berechnung der Anzahl zu genieren-
der Punkte pro Facette und die Triangulierung des Meshes mit zufälliger Erzeugung der ermit-
telten Punktanzahl pro Dreieck.

Zuerst wird eine feste Anzahl n an zu generierenden Punkten festgelegt, welche auf die einzelnen
Facetten aufgeteilt werden muss. Um zu gewährleisten, dass das Objekt gleichmäßig abgetastet
wird, müssen größere Facetten auch mehr Punkte beinhalten. Aus diesem Grund wird der rela-
tive Flächeninhalt einer Facette zur Gesamt�äche als Gewicht für die Anzahl der Punkte benutzt
(siehe Gleichung 4.2.1). Die dabei entstehenden Rundungsfehler werden durch entsprechende
Fallunterscheidungen ausgeschlossen.

nDreieck=
A i

å n
i= 1 A i

� nGesamt (4.2.1)

Im zweiten Schritt wird die vorher berechnete Punktanzahl in der gewählten Facette erzeugt.
Dafür wird das in Kapitel 2 vorgestellte Konzept der baryzentrischen Koordinaten und des La-
tin Hyper Cube Samplings (LHS) verwendet. Die baryzentrischen Koordinaten lassen sich auf
Dreiecke anwenden, weshalb der 3D-Mesh vorerst trianguliert werden muss. Am einfachsten
geschieht das durch die Aufteilung der rechteckigen Facetten entlang einer der Diagonalen.

Angenommen es existiert ein Rechteck � ABCD. Das Rechteck� ABCD wird in folgende zwei
Dreiecke zerlegt: 4 ABC und 4 ACD. Die Wahl der Diagonalen spielt dabei keine entscheidende
Rolle, da die verwendete Fläche konstant bleibt und sich somit die Anzahl der Punkte in der Fa-
cette nicht ändert.
Nun können mit Hilfe der baryzentrischen Koordinaten Punkte im Dreieck gebildet werden. Ba-
ryzentrische Koordinaten sind Parameter, die einen Punkt in Abhängigkeit zu einem Simplex
beschreiben. In diesem Fall können Punkte ermittelt werden, die in Abhängigkeit zu den Eck-
punkten der jeweiligen Facette stehen. In Gleichung 4.2.2 ist die Berechnen eines Punktespnew in
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der Fläche des Dreiecks� ABCD zu sehen. Durch eine zufällige Wahl der Parameter u, v, w, kann
ein Punkt generiert werden. Dabei muss beachtet werden, dass die Summe der baryzentrischen
Koordinaten nicht größer als 1 wird, damit sich der Punkt im Dreieck be�ndet.

pnew = u � A + v � B + w � C dabei gilt: u + v + w � 1 (4.2.2)

Um sicherzustellen, dass die zufällig erzeugten Punkte möglichst gleichmäßig im Dreieck verteilt
sind, muss die Auswahl der Parameter u, v, w begrenzt werden. Dies geschieht durch das Latin
Hypercube Sampling. Der Parameterraum wird in n Abschnitten in Richtung jeder Dimension
zerteilt. n ist dabei die Anzahl der Punkte im Dreieck. Nun werden die Parameter so ausgewählt,
dass genau nur ein Sample in Richtung der Achsen existiert. Somit wird eine gleichmäßige Abta-
stung der Dreiecksober�äche erreicht. Dieser Vorgang wird auf alle Facetten im 3D-Mesh ange-
wandt, mit dem Resultat einer möglich gleichförmig gesampleten Punktwolke (siehe Abbildung
4.3) .

(a) Punktwolke einer A-Säule (b) Punktwolke einer B-Säule

Abbildung 4.3: Uniform gesamplete Punktwolken von Bauteilen des Toyota Yaris Modells

4.2.3 Normalisierung

Da in den FEM-Daten ein gesamtes Fahrzeugmodell hinterlegt ist, sind die Koordinaten der ein-
zelnen Bauteile des Fahrzeugs noch nicht zentriert oder normalisiert im dreidimensionalen Raum
vorhanden. Damit die Bauteile modellübergreifend verglichen und angelernt werden können,
müssen sie auf dieselbe Größe und Lage im Raum projiziert werden. Dazu werden die extrahier-
ten und abgetasteten Punktwolken, wie in Kapitel 2 beschrieben, normalisiert. Das heißt der Zen-
troid der Punktwolke wird von den einzelnen Punkten abgezogen. Somit wird die Punktwolke
hin zum Koordinatenursprung geschoben. Danach wird die maximale Distanz zweier Punkte im
Raum ermittelt und die Punkte durch diese entsprechend geteilt.
Die daraus entstehenden Punkte sind invariant gegenüber der Position im Raum. Zusätzlich
kann dadurch gewährleistet werden, dass die Punktwolken modellübergreifend verglichen wer-
den können. Da unterschiedlich große Repräsentationen der gleichen Bauteile verschiedener Mo-
delle zu Fehlern führen können. Außerdem wird durch die Normalisierung der Wertebereich der
Koordinaten auf ein Intervall von [� 1, 1] gestaucht, wodurch sich die Werte verkleinern. Mit
kleineren Werten verbessert sich die Ef�zienz bei komplexen Berechnungen enorm, weshalb die
Normalisierung einen gängigen Vorverarbeitungsschritt bei Anwendungen für Deep-Learning-
Architekturen darstellt. Abbildung 4.4b zeigt die normalisierte und zentrierte Punktwolke der
B-Säule des Toyota Yaris.
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(a) Extrahierte Punktwolke einer B-Säule (b) Normalisierte Punktwolke einer B-Säule

Abbildung 4.4: Vergleich gesamplete und normalisierte Punktwolke

Das Resultat der Vorverabeitungsschritte ist ein Array aus Punkten mit normalisierten Koordina-
ten extrahiert aus einem 3D-FEM Modell. Auf diesen Punktwolken können verschiedene Deep-
Learning-Methoden angewandt werden. Es gilt nun einen Datensatz zu erstellen, der ausge-
wählte Bauteile verschiedener Automodelle vereint und für das Training einer solchen Netzar-
chitektur verwendet werden kann.
Im nachfolgenden Abschnitt wird genauer auf die Erstellung der Datensätze mit jeweiligen Vor-
und Nachteilen eingegangen. Dabei besteht weiterhin das Ziel, die Generalisierung von aktuellen
maschinellen Lernalgorithmen im Bereich der 3D-Objekterkennung nachzuweisen.

4.3 GENERIERUNG DER DATENSÄTZE

In den vorherigen Abschnitten wurde gezeigt, wie FEM-Daten vorverarbeitet werden müssen,
um die entsprechenden Punktwolken für das Training zu extrahieren. Dieser Aufbereitungs-
prozess wurde mittels Python-Skripten realisiert, welche nun auf allen sechs vorhandenen FEM-
Modelle, sprich den FM1, FM2, FM3, FM4, FM5 und Toyota Yaris angewandt werden können.
Der Fokus liegt weiterhin darauf Datensätze zu erzeugen, die mehrere Versionen des gleichen
Bauteils von unterschiedlichen Automodellen beinhalten. Ziel ist es, zu zeigen, dass Deep Lear-
ning Methoden in der Lage sind angelernte Bauteile zu abstrahieren und ein Bauteil eines anderen
noch nicht gesehenen Automodells richtig zu klassi�zieren.
Das Erzeugen eines qualitativen Trainingsdatensatzes wirft jedoch einige Probleme auf, die im
Folgenden kurz genannt und anschließend im Detail erläutert werden.

� Geringe Anzahl an unterschiedlichen Automodellen

� Automodelle besitzen nur eine kleine Teilmenge gleicher Bauteile

� Keine einheitliche, modellübergreifende Bezeichnung der Bauteile
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Geringe Anzahl an Modellen

Es besteht der Zugriff auf insgesamt sechs Automodellen. Wie im vorherigen Abschnitt beschrie-
ben, wurde aus einer großen Menge an Daten, jeweils ein Modell also eine FEM-Datei ausgewählt.
Die anderen Daten waren entweder unvollständige oder beinhalteten identische Koordinaten des
3D-Modells. Dies hat zur Folge, dass pro Modell nur eine Bauteilversion existiert. Um dieses Pro-
blem anzugehen, wurde entschieden mehrere Samples des gleichen Bauteils zu erzeugen. Dem-
nach wird ein 3D-Mesh eines Bauteils mehrmals abgetastet und die entstandenen Punktwolken
werden gespeichert. Dieses Verfahren stellt eine Art Data Augmentation (zu deutsch Datenerhö-
hung) dar, welches oft in Bereichen mit wenig Trainingsdaten Einsatz �ndet.
Durch die zufällige Abtastung entstehen leicht unterschiedliche Punktwolken, deren grundle-
gende Form unverändert bleibt. Dieser Sachverhalt wird in Abbildung 4.5 dargestellt, dabei sind
leichte Unterschiede in der Punktverteilung zu erkennen. Es kann jedoch vorkommen, dass durch
die zufällige Generierung einige Samples identisch sein können. Dieser Nachteil ist in Anbetracht
der großen Dimensionen der Datensätze und Punktwolken vernachlässigbar gering. Eine mögli-
che Folge daraus wäre eine Überanpassung des Netzes, welches sich gut anhand der Accuracy-
Werte im Trainingsprozess erkennen lässt.

(a) Sample der A-Säule des Toyota Yaris (b) Sample der A-Säule des Toyota Yaris

Abbildung 4.5: Vergleich zweier Samples des selben Bauteils

Teilmengen gleicher Bauteile

Es besteht nun eine Möglichkeit genügend Punktwolken für das Training von Deep-Learning-
Architekturen zu erzeugen. Um die Generalisierung dieser nachzuweisen, werden die Varianten
von Bauteilen unterschiedlicher Modelle benötigt. Da im Normalfall nicht alle Bauteile eines
Fahrzeugmodells auch in einem anderen Modell enthalten sind, muss für die Datensätze eine
Teilmenge an Bauteilen ausgewählt werden.

Abbildung 4.6: Bauteile des Toyota Yaris in ANSA visualisiert
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In Abbildung 4.6 ist das komplette FEM-Modell des Toyota Yaris zu sehen, dass im Vergleich zu
den Audi-Modellen aus einigen anderen Bauteilen besteht.
Aus diesem Grund wurde eine bestimmte Menge an Bauteilen ausgewählt, die in fast allen Au-
tomodellen gleichmäßig auftritt. Vereinzelt fehlende Teile wurden dabei weggelassen. Die Wahl
�el besonders auf markante Bauteile, die große Unterschiede aufweisen und zusätzlich die grobe
Silhouette des Fahrzeugs abdecken. Die Menge der gewählten Bauteile ist in Abbildung 4.7 vi-
sualisiert. Außerdem wurden sowohl Außen- als auch Innenbleche der einzelnen Bauteile extra-
hiert sowie die äquivalenten Bauteile auf der gegenüberliegenden Seite des Fahrzeugs. Insgesamt
wurden 35 verschiedene Fahrzeugteile extrahiert. Die abgebildete Menge an Bauteilen dient im
Rahmen dieser Arbeit für nachfolgende Testversuche, die in Kapitel 6 im Detail beschrieben wer-
den. Dabei stellen die Fahrzeugbauteile die Menge an Klassen dar, die für das Training verwendet
werden. Sie bilden somit die Einheit, die durch den maschinellen Lernalgorithmus klassi�ziert
werden soll.

Abbildung 4.7: Menge an extrahierten Bauteilen für das Training

Nicht-einheitliche Bezeichnungen

Die ausgewählten Bauteilen musste nun aus den einzelnen FEM-Daten extrahiert werden. Dabei
wurde jedoch deutlich, dass die Bezeichnungen der Bauteile sich von Modell zu Modell stark un-
terscheiden. Die Benennung der Teile gibt oftmals keinen genauen Aufschluss darüber, welches
3D-Modell sich dahinter be�ndet. Zusätzlich existieren einige Inkonsistenzen auch innerhalb ei-
nes Modells. Im Folgenden ist beispielhaft die Bezeichnung der B-Säule des Toyota Yaris aufgeli-
stet. Im Gegensatz dazu besitzen die Modelle von Audi eine andere Struktur in der Bezeichnung
der Bauteile, welche aus einer Teilenummer und internen Abkürzungen besteht.

494_bpillarupperinternalR — Bezeichnung der B-Säule des Toyota Yaris

Aus diesem Grund ist es nicht möglich, die Extraktion vollautomatisch mittels Python-Skripten
durchzuführen. Um dieses Problem zu umgehen, wurden die Bezeichnungen der entsprechen-
den Bauteilklassen mit Hilfe der CAE Software ANSA händisch ermittelt. ANSA stellt verschie-
dene Mittel zur Visualisierung von FEM-Daten zur Verfügung und ist ein wichtiger Vertreter der
CAE-Präprozessor Anwendungen. Die extrahierten Bauteilnamen wurden anschließend auf ein
uniformes Labeling gemappt. Die neuen Labels der Bauteile besitzen somit eine einheitliche Form
nach folgendem Muster:
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[Bauteilname]_[oben/unten]_[innen/außen]_[rechts/links] Bespiel: bsaeule_innen_links

Dieses Mapping wurde in einer einfachen Textdatei gespeichert und ermöglicht nun den Extrak-
tionsprozess vollautomatisch durchzuführen. Jedoch muss für jedes neue Automodell, welches
antrainiert werden soll, ein solches händische Labeling durchgeführt werden. Außerdem kann
vorkommen, dass gewisse Bauteile, wie zum Beispiel eine A-Säule, in mehrere noch kleinerer
Bauteile unterteilt sind. In diesem Falle ist es möglich, durch händische Ermittlung der Namen
aller kleinen Bestandteile, das große Bauteil als Gesamtes zu extrahieren. Hierfür wird ein Dicto-
nary erstellt, bei dem das uniforme Label den Schlüssel und die Liste der Bauteilnamen den Wert
darstellt. In Tabelle 4.1 ist das verwendete Mapping der internen Bezeichnungen des Toyota Yaris
auf die uniformen Bauteilnamen dargestellt.

uniformer Bauteilname Bauteilbezeichnung

bsaeule_innen_rechts 494_bpillarupperinternalR
bsaeule_innen_rechts 484_bpillarlowerR
bsaeule_schließteil_rechts 462_bpillarinner
asaeule_außen_rechts 465_apillarinnerupperR
asaeule_außen_rechts 463_roofrailrearR
asaeule_innen_rechts 464_apillarupperinnerR
asaeule_innen_rechts 471_roofrailrearR
asaeule_unten_außen_rechts 469_apillarlowerR
asaeule_unten_innen_rechts 315_apillarinnerlower
csaeule_oben_rechts 317_cpillarR
radhaus_außen_rechts 485_wheelwellrearouterR
radhaus_innen_rechts 208_wheelwellinnnerearR
schweller_außen_rechts 460_rockerpanelR
schweller_innen_rechts 461_rockerpanelinnerR

Tabelle 4.1: Mapping der Bauteilbezeichnungen des Toyota Yaris

Die Bauteilmenge besitzt somit einheitliche und modellübergreifende Bezeichnungen. Um nun
die Datensätze zu generieren, muss zu jedem Bauteil die zugehörige Klasse angegeben werden,
da es sich bei neuronalen Netzen, um eine Methode des überwachten Lernens handelt (siehe
Kapitel 2). Das Zuordnen einer Klasse zu einem Bauteil erfolgt, wie auch das einheitliche Benen-
nen, händisch über ein Mapping. Dabei werden die Bauteilnamen auf eine Zahl von 0 - (n � 1)
gemappt, wobei n die Anzahl der Klassen ist.

Diese Methodik besitzt den Vorteil, dass die Zuordnung der Klassen schnell und einfach geändert
werden kann. Dadurch können verschiedene Testversuche mit unterschiedlicher Klassengröße
durchgeführt werden. Besonderer Fokus liegt dabei auf der Granularität der Klassen. Mit Granu-
larität wird in diesem Kontext die Struktur der Untergliederung der Klassen gemeint, das heißt,
wie genau kann der Algorithmus auch ähnliche Bauteile voneinander unterscheiden. Dabei geht
es besonders um formgleiche Bauteile, wie zum Beispiel das Außen- und Innenblech einer A-
Säule. Diese Testversuche werden im Kapitel 6 genauer beleuchtet und analysiert. Ein Beispiel
eines solchen Klassenmappings wird in Tabelle 4.2 dargestellt. Darauf sind links die uniformen
Bezeichnungen der Bauteile und rechts die zugeordneten Klassen als Zahl zu sehen.
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Bauteilname Klasse

bsaeule_innen_links 0
bsaeule_schließteil_links 0
asaeule_außen_links 1
asaeule_innen_links 1
asaeule_unten_außen_links 2
asaeule_unten_innen_links 3
csaeule_oben_außen_links 4
csaeule_oben_innen_links 4
csaeule_unten_links 5
radhaus_außen_links 6
radhaus_innen_links 7
schweller_verst_links 8
schweller_außen_links 8
schweller_innen_links 8
boden_hinten 9
mitteltunnel 10
stirnwand 11
dachrahmen_vorn 12
dachrahmen_hinten 13
lenktraeger_links 14

Tabelle 4.2: Mapping der Bauteilnamen auf entsprechende Klassen

Struktur der Datensätze

Das entstandene Konzept der Vorverarbeitung lässt sich anhand einer Prozesskette, wie in Ab-
bildung 4.8 zu sehen, gut beschreiben. Prinzipiell unterteilt sich der Prozess in zwei große Teile:
Der Extraktion der Daten und der Generierung der Datensätze. Mit einer händischen Voraus-
wahl der Fahrzeugbauteile und der Zuordnung zu bestimmten Klassen, lassen sich die Vorgänge
halbautomatisiert für jedes FEM-Modell anwenden. Die verwendeten Python-Skripte werden im
Folgenden nur semantisch beschrieben. Auf den Code wird kein genauerer Blick geworfen.

Abbildung 4.8: Gra�sche Darstellung des Vorverarbeitungsprozesses
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Den Extraktionsschritt übernimmt ein Skript, dass als Eingabe eine FEM-Datei und eine Textda-
tei mit uniformen Namen entgegen nimmt. Anhand dieser händisch erstellten Textdatei werden
die entsprechenden Bauteile innerhalb der FEM-Datei gesucht und mittels des femparsersin eine
Mesh-Struktur überführt. Die daraus extrahierten Knoten werden samt ihrer Koordinaten facet-
tenweise in einer JSON-Datei gespeichert, welche die uniforme Bezeichnung des Bauteils aus der
Textdatei erhält.
Die Generierung der Datensätze wird von einem zweiten Skript ausgeführt, dass einen Ordner
mit Bauteilen im JSON-Format und eine Textdatei mit der Zuordnung der Klassen empfängt. Zu-
sätzlich können noch über die Befehlszeilenargumente der Speicherort, die Anzahl der Samples,
die Größe der Punktwolke und die Normalisierung verändert werden. Mittels dieser Eingabepa-
rameter werden die Bauteile im Ordner abhängig von der Datensatzgröße mehrfach gesamplet
und mit der dazugehörigen Klasse als Punktwolke in einer HDF5-Datei gespeichert. Das Resultat
stellt ein Datensatz dar, der mehrere Samples pro extrahiertes Bauteil beinhaltet und aus exakt n
Samples besteht.

HDF steht für Hierachical Data Format und ist ein Dateiformat, dass vor allem in wissenschaft-
lichen Bereichen zur Speicherung von großen Datenmengen verwendet wird [Grob]. Es bietet
die Möglichkeit, besonders speicheref�zient, mehrdimensionale Tabellen zu speichern, wodurch
es sich im Bereich des maschinellen Lernens bewährt hat. Jedes abgetastete Bauteil wird mit-
samt seiner Klasse gespeichert. Somit entsteht genau ein HDF5-Datensatz pro FEM-Datei. Im
Rahmen dieser Arbeit wurden mehrere Datensätze generiert. Im Allgemeinen wurde sich für
eine Struktur entschieden, die bei den Tests der hier verwendeten Deep-Learning-Architekturen
Anwendung fand. Insgesamt sind demnach sechs Datensätze generiert wurden, jeweils einer pro
FEM-Modell. Dabei dient der Datensatz des Audi FM3 als Testdatensatz mit einer geringeren An-
zahl an Samples. Im Folgenden wird die Struktur der Datensätze tabellarisch zusammengefasst
(siehe 4.3).

Größe der Punktwolken: 1024
Anzahl der Samples (Training): 2048
Anzahl der Samples (Test): 1024
Dauer der Generierung: 60-90 Minuten

Tabelle 4.3: Struktur der Datensätze

Die Datensätze wurden abhängig vom jeweiligen Testszenario angepasst und neu generiert. Im
nachfolgenden Kapitel wird ein genauerer Einblick auf die verwendeten Deep-Learning-Architek-
turen gegeben. Diese werden auf Grundlage der hier generierten Datensätze miteinander vergli-
chen. Anschließend erfolgt eine Analyse der Resultate der Benchmarks mit dem Fokus auf die
Fehleranfälligkeit der einzelnen Bauteile.
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5 METHODEN ZUR ERKENNUNG

VON 3D PUNKTWOLKEN

Kapitel 5 stellt zwei aktuelle Methoden des maschinellen Lernens im Bereich der Erkennung von
3D-Objekten vor. Bei diesen Ansätzen handelt es sich um vollständige Deep-Learning-Architek-
turen, welche anhand von großen Datensätzen evaluiert wurden. Beide Verfahren konzentrieren
sich ausschließlich auf die Klassi�kation von Punktwolken und erzielen auf dem bekannten Mo-
delNet40 Datensatz sehr gute Ergebnisse.
Ziel dieses Kapitel ist es, die grundlegende Architektur und Funktionsweise beider Ansätze ge-
nauer zu beleuchten und dabei auf entstehende Vor- und Nachteile der Konzepte einzugehen.
Zusätzlich sollen beide Methoden im Rahmen dieser Arbeit mit den im vorherigen Kapitel er-
zeugten Datensätzen trainiert und miteinander verglichen werden. Diese Benchmarks werden in
Kapitel 6 behandelt und sollen Aufschluss darüber geben, welcher Ansatz besser auf der aktuel-
len Domäne abschneidet und somit für spätere Anwendungen am geeignetsten erscheint.

Die erste Architektur ist PointNet, welche auch in der Arbeit von Pillai [Pil19] Verwendung fand.
Pillai hat gezeigt, dass sich PointNetzum Klassi�zieren eines Fahrzeugmodells eignet. Nun muss
überprüft werden, wie gut PointNet die gelernten Punktwolken abstrahieren kann. Die dabei
erlangten Ergebnisse dienen als Vergleichswert für den zweiten Ansatz. Als zweite Methode wird
die Architektur von Ben-Shabat [BLF17] verwendet. Die sogenannten 3D modi�ed Fisher Vectors
(Abk. 3DmFV) wurden auf Basis der PointNet Architektur entwickelt und sollen laut Ben-Shabat
die Ergebnisse von PointNet schlagen. Das grundlegende Konzept dieses Ansatzes ist jedoch ein
anderes und wird in diesem Kapitel genauer betrachtet.

5.1 POINTNET

Dieser Abschnitt beschreibt kurz die Architektur und Funktionsweise der Deep-Learning-Archi-
tektur PointNet, welche von Charles R. Qi 2016 vorgestellt wurde und ist daher an sein veröffent-
lichtes Paper [QSMG16] angelehnt.
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Laut Qi et al. benötigen die meisten Convolutional Architekturen eine gleichmäßige Struktur an
Eingabedaten. Aus diesem Grund werden oft 3D-Grids oder Voxels verwendet. Da Punktwolken
und Meshes nicht über so eine strikte Form verfügen, werden sie meist in ein passendes Format
übertragen. Diese Transformation ist jedoch inef�zient und kann zusätzlich zu Informationsver-
lust während des Prozesses führen. Deshalb stellen Qi et al. in ihrer Arbeit PointNet vor. Eine
Deep-Learning-Architektur die in einigen Aufgabenbereichen, wie beispielsweise Objekterken-
nung, Segmentierung und semantische Szenenerkennung Anwendung �nden kann. Der Ansatz
wurde speziell auf den besonderen Eigenschaften der Punktwolken entwickelt und stellt somit
eine ef�ziente und effektive Methode dar.

Architektur

PointNet ist eine umfangreiche, abgeschlossene Deep-Learning-Architektur, welche Punktwol-
ken als direkte Eingabe empfängt und ein entsprechendes Klassenlabel ausgibt. Eine Punktwolke
ist eine Menge aus 3D-Punkten f Pi j i = 1, ...,ng, bei der jeder Punkt Pi einen Vektor mit den je-
weiligen (x, y, z) Koordinaten darstellt. Als Ausgabe dienen k Klassenbewertungen die angeben,
wie gut das Objekt zur jeweiligen Klasse zugeordnet werden kann.
Die Menge an Punkten im euklidischen Raum besitzt laut Qi et al. drei Haupteigenschaften,
welche bei der Entwicklung von PointNet eine entscheidende Rolle gespielt haben.

Ungeordnete Menge Im Gegensatz zu Pixeln oder Voxel ist eine Punktwolke unstrukturiert
und besitzt keine bestimmte Anordnung. Punkte können in jeder beliebigen Reihenfolge in der
Menge vorkommen, weshalb die Architektur invariant zu allen möglichen Permutationen der
Punktwolke sein muss.

Interaktion zwischen Punkten Die Punkte kommen aus einem euklidischen Raum und besit-
zen somit eine Abhängigkeit zueinander. Benachbarte Punkte stellen demnach wichtige Merk-
male dar, die es nicht zu vernachlässigen gilt. Deshalb muss PointNet in der Lage sein lokale
Merkmale von Punktwolken zu extrahieren.

Transformationsinvarianz Punktwolken sind geometrische Objekte im Raum. Daher sollten
die angelernten Merkmale einer Punktwolke invariant zu bestimmten Transformationen sein, wie
beispielsweise das Rotieren oder Verschieben der Punktwolke im Raum.

Die komplette Architektur von PointNet ist in Abbildung 5.1 zu sehen. Im Folgenden werden die
Hauptkomponenten des Netzes beschrieben, dabei liegt der Fokus besonders auf die von Qi et
al. getroffenen Designentscheidungen.
Um in PointNet Invarianz gegenüber allen Permutation an Eingabe-Punktwolken zu erreichen,
sind laut Qi et al. drei verschiedene Strategien möglich: Das Sortieren in kanonischer Reihenfolge,
das Anlernen eines RNN und die Aggregation von Information der Punkte über eine symmetri-
sche Funktion. Qi et al. entschieden sich in ihrer Arbeit für die Verwendung einer symmetrischen
Funktion. Diese Designentscheidung stellt eine Kernidee von PointNet dar.
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5.1 PointNet

Abbildung 5.1: Darstellung der gesamten Architektur von PointNet [QSMG16]

Eine symmetrische Funktion ist eine Funktion, die unabhängig von der Permutation ihrer Einga-
beparameter immer dieselbe Ausgabe liefert. Beispielsweise ist die Summen-Funktion eine be-
kannte symmetrische Funktion, denn egal in welcher Reihenfolge die Summanden addiert wer-
den, das Ergebnis bleibt unverändert. Laut Qi et al. stellte sich heraus, dass die Max-Pooling
Operation mitunter die besten Testergebnisse erzielt. Demnach dienen n Vektoren als Eingabe
für eine Max-Operation und als Ausgabe entsteht ein neuer Vektor der invariant zur Eingabe-
permutation ist. Die mathematische Beschreibung dieses Sachverhalts ist in Gleichung 5.1.1 zu
�nden. Dabei ist die Funktion h eine Approximation mittels eines Multi-Layer Perzeptrons und
g die Max-Pool Funktion, also demnach eine symmetrische Funktion.

f (x1, ...xn) � g(h(x1), ...,h(xn)) (5.1.1)

Die zweite Komponente stellt das Segmentierungs-Netz dar, welches sich um das Problem der
lokalen Merkmale der einzelnen Punkte kümmert und diese extrahiert. Darauf wird an dieser
Stelle nicht genauer eingegangen, da das zugrundeliegende Problem sich auf ein Klassi�kations-
problem beschränkt.
Die letzte Designentscheidung von PointNet ist die Invarianz gegenüber geometrischer Transfor-
mation. Diese Eigenschaft ist für den vorliegenden Anwendungsfall von großer Bedeutung, da
nicht davon ausgegangen werden kann, dass alle 3D-Objekte immer die gleiche Lage im Raum
besitzen. Die von Qi et al. vorgestellte Lösung besteht aus einem Mini-Netz, genannt T-Net, wel-
che eine af�ne Transformation vorhersagen kann und diese sofort auf die ursprünglichen Koor-
dinaten der Punktwolke anwendet. Zusätzlich ist es möglich diesen Ansatz auf den extrahierten
Merkmalen anzuwenden, um eine Transformationsmatrix der Merkmale verschiedener Punkt-
wolken vorherzusagen und richtig auszurichten.

PointNet wurde mit dem ModelNet40 Datensatz evaluiert und erreichte eines der besten Re-
sultate im Stand der Technik. Insgesamt erzielt PointNet eine Accuracy von 89,2 % und gute
Ergebnisse in den Robustheitstests. Qi et al. zeigten in ihrer Arbeit das PointNet besonders gut
grobe Formen und Strukturen erkennen kann, da die Eingabepunktwolken auf merkmalsreiche
Regionen reduziert werden. Der größte Vorteil den PointNet bietet, ist die geringe Komplexität
gegenüber anderen Methoden im Stand der Technik. In Tabelle 5.1 ist ein Vergleich der Parame-
teranzahl und FLOPs zwischen PointNet und zwei anderen Vertretern zu sehen.
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Anzahl Parameter FLOPs/Sample
PointNet (vanilla) 0.8 Mio. 148 Mio.

PointNet 3.5 Mio. 440 Mio.
Subvolume [QSN+ 16] 16.6 Mio. 3633 Mio.
MVCNN [SMKL15] 60 Mio. 62057 Mio.

Tabelle 5.1: Vergleich der Ef�zienz von PointNet und anderen Stand der Technik Methoden [QSMG16]

Da es sich um Deep-Learning-Architekturen handelt, ist die Parameterzahl generell hoch. Point-
Net besitzt jedoch rund viermal weniger Parameter als seine Mitstreiter und benötigt weniger
Berechnungen pro Sample. Zusätzlich ist die Komplexität nur linear zur Anzahl an Eingabe-
punkten. PointNet ist implementiert in TensorFlow und frei zugänglich auf Github zu �nden. In
dieser Arbeit wird die PointNet Architektur benutzt, um die Machbarkeit der Klassi�kation von
3D-FEM-Daten zu untersuchen. Weiterhin liegt dabei der Fokus auf der Generalisierung dieser
Methode. Der Aufbau der durchgeführten Versuche wird später im Kapitel 6 genauer beleuchtet.
Vorerst wird der zweite Ansatz der in dieser Arbeit verfolgt wird vorgestellt.

5.2 3D MODIFIED FISHER VECTORS

Dieser Abschnitt widmet sich der zweiten Deep-Learning-Architektur, die sich ebenfalls auf das
Klassi�zieren von Punktwolken �xiert hat. Der Ansatz wurde 2017 in der Arbeit von Ben-Shabat
et al. veröffentlicht [BLF17]. Die Motivation des Ansatzes ist ähnlich wie die von PointNet. Es soll
eine ef�ziente Methode zur Klassi�kation und Segmentierung entwickelt werden, die die Punkt-
wolken in nicht speicheraufwendigen Datenstrukturen transferiert. Ben-Shabat et al. stellen in
ihrer Arbeit einen neue Darstellungsform für Punktwolken vor und nennen diese 3D Modi�ed Fis-
her Vectors (3DmFV). Die Repräsentation ist ein Hybrid aus einer diskreten Gitterstruktur und der
Generalisierung des Fisher-Vektors. Im Folgenden wird genauer auf die neue Darstellungsform
eingegangen und die Gesamtarchitektur des 3DmFV-Ansatzes erläutert.

Fisher-Vektor

Perronnin et al. stellten, basierend auf den nach Ronald Fisher benannten Fisher-Kernel [JH99],
eine alternative Deskriptor-Methode vor, den Fisher-Vektor [PSM10]. Der Fisher-Vektor charak-
terisiert unterschiedlich große Samples in Abhängigkeit ihrer Standardabweichung in einer mul-
tivariaten Verteilung, in diesem Fall ein Gaußsches Mischmodell (GMM). Dabei werden die Gra-
dienten der Wahrscheinlichkeit der Samples in Bezug auf die Modelparameter (beispielsweise
Gewicht und Kovarianz) berechnet.

Da diese Repräsentation unabhängig von der Samplegröße ist, stellt sie eine gute Wahl für Punkt-
wolken dar. Ähnlich wie viele Voxel-Ansätze (siehe Kapitel 3) bedient sich der 3DmFV-Ansatz
einer Gitterstruktur, die eine einfachere Verarbeitung mittels CNNs ermöglicht, jedoch zusätzlich
weniger unter den Nachteilen der Quantisierung leidet. Genau wie bei PointNet bestehen die
Features aus symmetrischen Funktionen, um Invarianz gegenüber Reihenfolge und Struktur zu
gewährleisten.
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Grundlegend besteht der 3DmFV-Ansatz aus zwei Komponenten: Die erste Komponente nimmt
eine Punktwolke als Eingabe entgegen und konvertiert diese zur vorgestellten 3D Modi�ed Fisher
Vector Repräsentation. Die zweite Komponente besteht aus einem CNN, welches die entspre-
chende Darstellung verarbeitet und einen Vektor von Klassenbewertungen ausgibt. Im Folgen-
den wird basierend auf der Arbeit von Ben-Shabat et al. die mathematischen Grundlagen des
Fisher-Vektors beschrieben.
Der Fisher-Vektor basiert auf der Wahrscheinlichkeit eines Punktes p in einem Gaußschen Misch-
modell. Gegeben seiX = f pt 2 R3, t = 1, ...,Tg die Menge an 3D Punkten in einer Punktwolke.
Die Menge der Parameter eines GMM mit K Komponenten ist gegeben durch l = f (wk, mk, Sk),
k = 1, ...,Kg mit wk, mk, Sk als Gewicht, Erwartungswert und Kovarianzmatrix des k-ten Gau-
ßians. Die Wahrscheinlichkeit eines Punktes p in Abhängigkeit zum k-ten Gaußian berechnet sich
wie folgt:

uk(p) =
1

(2p )d/2 jSkj1/2
exp f�

1
2

(p � mk)
0S�

k 1(p � mk)g (5.2.1)

Die Wahrscheinlichkeit eines einzelnen Punktes in Bezug auf die gesamte Dichtefunktion des
GMM kann mit folgender Formel berechnet werden:

ul (p) =
K

å
k= 1

wkuk(p) (5.2.2)

Dabei wird die Wahrscheinlichkeit eines Punktes zum Gaußian über alle Gaußiane K berechnet
und mit dem Gewicht wk multipliziert. Die gewichtete Wahrscheinlichkeit eines Punktes pt zu
einem Gaußian k ist de�niert durch:

gt (k) =
wkuk(pt )

å K
j= 1 wjuj (pt )

(5.2.3)

Der Fisher-Vektor besteht nun aus den normalisierten Gradienten der Dichtefunktion in Abhän-
gigkeit zu ihren Parametern. Es existieren somit drei Gradienten, zum Gewicht (Gleichung 5.2.4),
zum Mittelwert (Gleichung 5.2.5) und zur Kovarianz (Gleichung 5.2.6). Diese Gradienten bilden
die einzelnen Komponenten des Fisher-Vektors.
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Die Gradienten werden über die Summe aller Punkte gebildet. Zusätzlich wird der daraus re-
sultierende Fisher-Vektor durch die Größe der Punktwolke normalisiert und somit invariant zur
Punktwolkengröße. Der Fisher-Vektor stellt somit eine genaue Beschreibung der Dichtevertei-
lung im Gaußian-Gitter dar. Diese neue Darstellungsform ist laut Ben-Shabat et al. vielverspre-
chend, da sie eine feste Größe besitzt (Anzahl der Gradienten im Fisher-Vektor) und unabhängig
von der Anzahl der Punkte in der Punktwolke ist. Außerdem ist die Repräsentation als Fisher-
Vektor invariant gegenüber der Reihenfolge und Struktur. Es ist selten, dass Deep-Learning-
Architekturen bereits extrahierte Features als Eingabe bekommen. Der Grund dafür ist, dass
durch diese Extraktion wichtige Charakteristiken der Eingabe verloren gehen können, wie bei-
spielsweise bei diskreten Verfahren. Nach Ben-Shabat et al. leidet der neue Ansatz weniger unter
diesem Problem. Einerseits hat die Darstellung über das GMM viel mehr Variablen und gilt so-
mit als überbestimmtes Gleichungssystem. Anderseits werden in der Arbeit verschiedene Rekon-
struktionen aus einem Fisher-Vektor zur Punktwolke beschrieben. Diese Argumente zählen nicht
als mathematische Beweise, werden aber in der vorliegenden Arbeit in dieser Form akzeptiert.

Der Raum von [� 1, 1] in jeder Dimension wird durch ein gleichmäßiges Gitter aus m � m � m
Gaußianen abgebildet. Diese Gaußiane sind Sphären im dreidimensionalen Raum und besitzen
alle einen Mittelpunkt mk. Die anderen Parameter des GMM sind für alle Gaußiane identisch. Die
Gewichte sind gleichmäßig über die Anzahl der Gaußiane wk = 1

K und die Kovarianzmatrix mit
Sk = skI , wobei sk = 1

m ist. Die Anzahl der im Gitter verwendeten Gaußiane m kann angepasst
werden, wodurch der Raum detaillierter dargestellt werden kann.
Ähnlich wie bei PointNet machen sich Ben-Shabat et al. die Funktionsweise der symmetrischen
Funktionen zu Nutze. Der Fisher-Vektor ist bereits die Summe der Gradienten über alle Punkte
der Punktwolke. Zusätzlich wird der Vektor durch weitere symmetrische Funktionen erweitert.
Dabei handelt es sich um die Max- und Min-Funktion. Ein Fisher-Vektor für einen bestimmten
Gaußian k besteht somit aus 20 Komponenten. Die beste Darstellungsform der 3D Modi�ed Fisher
Vectorsist eine 20� K Matrix, von nun an Fisher-Matrix genannt.

Abbildung 5.2: 3DmFV Darstellung als Matrix von drei Objekten [BLF17]

In Abbildung 5.2 sind drei 3DmFV-Matrizen dargestellt und daneben die dazugehörigen Punkt-
wolken abgebildet. Jede Spalte entspricht dabei einem Gaußian im Raum. Dabei stellen die Rän-
der der Matrix auch die Gaußiane am Rand im Raum dar. Gleiches gilt für den Mittelpunkt. Um
diese Darstellungsform richtig zu interpretieren, muss die Matrix als dreidimensionaler Würfel
betrachtet werden, der schichtweise ausgelesen wurde. Zellen die weiß sind symbolisieren Null-
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werte, hingegen sind die positiven Gradienten rot und die negativen blau gefärbt. Die weißen
Spalten gehören demnach zu den Gaußianen, bei denen sich keine Punkte in der Nähe be�nden.
Es ist deutlich zu sehen, dass die gezeigten Objekte sehr unterschiedliche Repräsentationen er-
zeugen. Das Zentrum der Matrix spricht in den Beispielen immer stark an, da die Punktwolken
sich zentriert und normalisiert im Raum be�nden. Die Fisher-Matrix in dreidimensionaler Form
dient nachfolgend als Eingabe für ein 3D-CNN.

Architektur

Das Netz bekommt als Eingabe eine normalisierte und zentrierte Punktwolke und konvergiert
diese im ersten Schritt in die 3DmFV-Darstellung. In Abbildung 5.3 ist die komplette Architektur
des 3DmFV-Ansatzes mit beiden Hauptmodulen abgebildet.

Abbildung 5.3: Darstellung der gesamten Architektur von 3DmFV [BLF17]

Die Funktionsweise eines 3D-CNN unterscheidet sich nur gering von der eines 2D-CNN (siehe
Kapitel 2). Grundlegend wird die dreidimensionale Eingabematrix mit einem entsprechenden
3D-Filter ge�ltert, wodurch bestimmte Features in der Matrix erlernt werden können. Das be-
sondere an der 3DmFV-Architektur ist die Verwendung der sogenannten Inception Modules. Ein
Inception Moduleist eine besondere Anordnung von mehreren Convolutional Layern. Dabei wird
die Eingabe durch mehrere Schichten mit variabler Filtergröße ge�ltert und am Ende konkate-
niert, sodass einem � m � m � 3N große Ausgabematrix entsteht (siehe Abbildung 5.4).

Abbildung 5.4: Darstellung einer Inception-Schicht [BLF17]
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Nach den Inception Layern folgen typische Max-Pooling Layer, um die Menge an Daten zu ver-
kleinern und globale Features zu extrahieren. Am Ende der Architektur be�ndet sich ein Fully-
Connected Layer, ähnlich wie bei dem traditionellen 2D-CNN, um die 3D-Features zu klassi�-
zieren. Das Netz benutzt den Softmax Cross-Entropy Loss und mit Batch Normalisierung und
Dropout nach jedem FC-Layer trainiert.
Insgesamt besitzt die Architektur über 4, 6 Mio. Parametern und somit leicht mehr, als die von
PointNet. Implementiert ist die 3DmFV-Methode in Tensor�ow, wobei der Aufbau des Codes
stark an der Struktur der PointNet Architektur angelehnt ist. Die Deep-Learning-Architektur
wurde auch mit dem ModelNet40 Datensatz evaluiert. Laut Ben-Shabat et al. erreicht der Ansatz
dabei sehr gute 91.4% und ist damit unter den anderen Stand-der-Technik-Methoden. Die neue
Repräsentationform von Punktwolken liefert die Motivation dieser Forschung, weshalb dieser
Ansatz weiter verfolgt wird. Nachfolgend werden sowohl die PointNet-Architektur sowie die
3DmFV-Architektur auf den in Kapitel 4 generierten Daten trainiert und mittels verschiedener
Testversuche evaluiert. Ziel ist es, zu analysieren, welche Methode sich in der Domäne der FEM-
Daten besser schlägt, um diese für eine genauere Analyse auszuwählen.
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6 EVALUATION

Im Folgenden werden die vorgestellten Ansätze verschiedenen Benchmarks unterzogen. Den
Kern der Untersuchung bildet hierbei die Generalisierung der maschinellen Lernalgorithmen.
Das bedeutet, wie gut können die Ansätze Merkmale aus einem bestimmten Trainingsdatensatz
erkennen und diese in einem noch nicht gesehenen Testdatensatz wieder�nden. Zusätzlich soll
festgestellt werden, wo die Limitierungen der Klassi�kation der einzelnen Methoden liegen. Ge-
nauer gesagt wird untersucht, wie sich die Granularität der Klassen zu der resultierenden Ge-
nauigkeit verhält. Grobe Granularität bedeutet in diesem Kontext eine Zuordnung zu gesamten
Baugruppen (beispielsweise B-Säule, A-Säule) und feine Granularität eine Unterscheidung zwi-
schen Innen- und Außenteilen.
Es muss demnach klargestellt werden, dass ein Fahrzeugteil aus mehreren Elementen bestehen
kann. So gehört zu einer Baugruppe A-Säule meist das A-Säulen-Innenblech und das A-Säulen-
Außenblech. In Abbildung 6.1 sind diese beiden Teile abgebildet. Es ist deutlich zu erkennen,
dass die grobe Form nahezu deckungsgleich ist und sie eine sehr ähnliche Struktur in der Darstel-
lung als Punktwolke besitzen. Aus diesem Grund wird bei den Tests mit einem groben Labeling
sowohl A-Säulen-Außenblech als auch A-Säulen-Innenblech der Klasse A-Säule zugeordnet. Im
anderen Fall wird zwischen diesen beiden Klassen unterschieden.

(a) Außenblech einer A-Säule (b) Innenblech einer A-Säule

Abbildung 6.1: Vergleich der Bauteile einer A-Säule des Toyota Yaris

Zusätzlich wird getestet, wie gut die Klassi�kation bei der Unterscheidung zwischen linken und
rechten Bauteilen abschneidet. Ziel der Untersuchung ist es, mögliche Faktoren einer Fehlklassi-
�kation, in diesem Fall die Ähnlichkeit der Bauteile, herauszu�nden und zu analysieren.
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6.1 BENCHMARKS

Für das Training von PointNet und 3DmFV wurden die in Kapitel 4 erzeugten Datensätze ver-
wendet. In Tabelle 6.1 sind alle Datensätze aufgelistet. Fünf der insgesamt sechs Datensätze sind
Fahrzeugmodelle der Marke Audi. Der sechste Datensatz beinhaltet die Bauteile des Toyota Yaris.
Die Anzahl der extrahierten Bauteile unterscheidet sich leicht zwischen den einzelnen Datensät-
zen, da nicht alle Bauteile in jedem Modell vorhanden sind. So fehlen im FM5 beispielsweise der
Dachrahmen_hintenund das Radhaus_hinten. Außerdem variiert die Anzahl der Bauteile je nach
Art des Benchmarks. So wurden beispielsweise bei den Tests zur Unterscheidbarkeit linker und
rechter Bauteile lediglich Bauteile verwendet, die ein Pendant auf der gegenüberliegenden Seite
besitzen. Die Anzahl der Klassen bzw. Labels unterscheidet sich je nach Testfall und wurde zuvor
händisch angepasst. In den folgenden Benchmarks wird gemäß deren Reihenfolge zwischen 15,
16 und 13 Klassen unterschieden.

Datensatz Anzahl der Bauteile Anzahl der Klassen Art Anzahl der Samples

Audi FM1 31 (15, 16, 13) Training 2.048
Audi FM2 31 (15, 16, 13) Training 2.048
Audi FM3 35 (15, 16, 13) Test 1.024
Audi FM4 33 (15, 16, 13) Training 2.048
Audi FM5 23 (15, 16, 13) Training 2.048

Toyota Yaris 29 (15, 16, 13) Training 2.048

Tabelle 6.1: Verwendete Datensätze im Trainingsprozess

Jeder Datensatz, der für das Training verwendet wurde, besteht aus 2048 Samples, wodurch eine
Gesamtanzahl an 10240 Trainingssamples zur Verfügung stand. Der Datensatz des FM3 stellt für
alle folgenden Benchmarks den Validierungs- und Testdatensatz dar, weil er über die meisten
Bauteile verfügt. Der Datensatz besteht aus 1024 Samples, was ungefähr 10 % des Gesamtdaten-
satzes ausmacht. Dabei orientiert sich die Aufteilung stark an den Versuchen, die in den Arbeiten
zu PointNet und 3DmFV vorgestellt wurden. Jeder Benchmark wurde auf dem selben externen
Rechner durchgeführt, damit die Testergebnisse hinsichtlich der Performanz verglichen werden
können. Die Spezi�kationen des Rechners werden im Folgenden kurz aufgezählt: Intel Core i7-
3930K 3.2 GHz CPU, 64 GB Arbeitsspeicher, Nvidia GeForce 750 Ti Gra�kkarte und eine 512 GB
große SSD.

Beide Ansätze wurden in Tensor�ow programmiert und mit CUDA ausgeführt. Dadurch wer-
den einzelne Berechnungsschritte auf die Gra�kkarte ausgelagert, wodurch sich die allgemeine
Performanz des Trainingsprozesses verbessert. Die verwendeten Hyperparameter des Trainings
werden in Tabelle 6.2 abgebildet. Da die grundlegende Struktur der beiden Architekturen sehr
ähnlich ist, unterscheiden sich die Hyperparameter nur in bestimmten Punkten und sind ange-
lehnt an die empfohlenen Parameter der jeweiligen Architekturen.

Sowohl PointNet als auch 3DmFV benutzen den Mini-Batch Gradient Descent. Dabei werden
die Trainingsdaten in kleinen Batches durch das Netz propagiert. Danach erfolgt die Backpro-
pagation, in der die Gewichte des Netzes in Abhängigkeit zum resultierenden Fehler angepasst
werden (siehe Kapitel 2). PointNet verwendet 32 Samples pro Batch und der 3DmFV-Ansatz dop-
pelt so viele. Beide Methoden verwenden eine Lernrate von 0.001. Dieser Faktor sagt aus, wie
stark der Ein�uss der Gradienten auf die neuen Gewichte sein soll.
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6.1 Benchmarks

PointNet 3D modi�ed Fisher Vectors

Batch-Größe 32 64
Punktwolkengröße 1024 1024
Lernrate 0.001 0.001
Optimierungsverfahren ADAM ADAM
Epochen-Anzahl 100 100
Gaußian-Anzahl - 125

Tabelle 6.2: Vergleich der Hyperparameter im Trainingsprozess zwischen PointNet und 3DmFV

Eine zu hohe Lernrate kann dabei verursachen, dass der Gradient Descent über das Minimum
hinausschießt. Die meisten Parameter werden von dem verwendeten Optimierungsverfahren
ADAM vorgegeben und nicht weiter angepasst, da es sich um empfohlene Parameter handelt,
die bereits in den Arbeiten der Architekturen getestet wurden und sich nicht unterscheiden.
Das Training wird über 100 Epochen durchgeführt, wobei eine Epoche genau einen kompletten
Durchlauf durch den Trainingsdatensatz darstellt. Nach jeder Epoche erfolgt eine Validierung
mittels des Testdatensatzes des FM3. Dafür werden alle 1024 Samples getestet und die resultie-
renden Genauigkeitswerte gemessen. Diese Werte dienen als erster Vergleich für die Generalisie-
rung der einzelnen Methoden. Die Gewichte des Netzes werden in dieser Phase nicht aktualisiert,
wodurch das Netz die verwendeten Bauteile nicht lernt. Im Falle von 3DmFV wurde für die nach-
folgenden Tests eine Gesamtanzahl von 125 Gaußianen festgelegt.

Bewertungsmetriken

Um beide Ansätze miteinander Vergleichen zu können, werden in den darauffolgenden Versu-
chen verschiedene Metriken gemessen. Die Accuracy sagt aus, wie viele korrekte Klassi�katio-
nen es im Verhältnis zu allen Samples im Datensatz gibt. Mit anderen Worten: Wie viel Prozent
der Samples werden richtig klassi�ziert? Es werden jeweils die Trainings-Accuracy, die Genauig-
keit des Netzes, die während des Trainings auf den Trainingsdaten gemessen wird und die Test-
Accuracy, die Genauigkeit des Netzes, die nach jeder Epoche auf den Testdatensatz gemessen
wird, verglichen. Außerdem wird der Loss des Trainingsprozesses dargestellt, welcher möglichst
gering sein sollte.

F1 = 2 �
precision � recall
precision + recall

(6.1.1)

Die Accuracy reicht als einziges Maß nicht aus, da sie keine Aussage über die fehlerhafte Zu-
ordnung von Klassen liefert. Hierfür wird pro Klasse das F1-Maß berechnet. Das F1-Maß ist
das harmonische Mittel aus Genauigkeit (engl.: precision) und Trefferquote (engl.: recall) (siehe
6.1.1). Diese Metriken nehmen besonders Fehlklassi�kationen mit in ihr Gewicht, wodurch feh-
leranfällige Klassen besser erkannt werden können. Die Genauigkeit sagt aus, wie viel Prozent
der zugeordneten Samples wirklich zu dieser Klasse gehören. Hingegen ist die Aussage hinter
der Trefferquote, wie viel Prozent der Samples einer Klasse richtig erkannt wurden. Um ein Maß
für das gesamte Modell zu erhalten, werden die F1-Maße aller Klassen addiert und mit der An-
zahl der Samples pro Klasse im Datensatz gewichtet. Als letzte Metrik dient die Laufzeit des
Trainingsprozesses. Sie ist für die grobe Einordnung der Performanz zuständig und hat auf den
Entscheidungsprozess weniger Ein�uss.
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Unterscheidbarkeit grobgranularer Baugruppen

Der erste Testfall beschäftigt sich mit der Unterscheidbarkeit von grobgranularen Baugruppen.
Wie bereits in diesem Kapitel erwähnt, bestehen einige der extrahierten Bauteile aus Außen- und
Innenkomponenten, die sich in ihrer groben Form und Struktur nur wenig unterscheiden. Ziel
dieses Versuchs war es, herauszu�nden, wie gut die Klassi�kation abschneidet, wenn die ein-
zelnen Bauteile groben Baugruppen zugeordnet werden. Es wurden nur Bauteile zusammen-
gefasst, die tatsächlich eine ähnliche Form aufwiesen. Die Bauteile A_Säule_unten_außenund
A_Säule_unten_innenmussten aus diesem Grund getrennt betrachtet werden, ebenso die beiden
Bauteile des Radhauses. Daher wurde das Netz bei diesem Test mit insgesamt 15 verschiedenen
Klassen trainiert. Die Ergebnisse und das trainierte Modell wurden jeweils in einer Log-Datei
gespeichert und sind für spätere Analysen verwendbar. Aus dem Training resultierten folgende
Accuracy-Werte für PointNet und 3DmFV, welche in Abbildung 6.2 zu sehen sind.

(a) Accuracy PointNet (b) Accuracy 3DmFV

(c) Loss PointNet (d) Loss 3DmFV

Abbildung 6.2: Vergleich der Metriken zwischen PoinNet und 3DmFV

Die linken Diagramme zeigen die Ergebnisse des Trainings von PointNet und auf der rechten
Seite sind die Ergebnisse von 3DmFV zu sehen. Die blauen Graphen symbolisieren immer die
Metriken, die während des Trainings gemessen wurden. Der orangefarbene Graph zeigt die ge-
messenen Testergebnisse mit dem Testdatensatz des FM3. Auf den x-Achsen wird jeweils die
Trainingsdauer in Epochen dargestellt, welche bei beiden Methoden genau 100 Epochen betrug.
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Es ist deutlich zu erkennen, dass beide Ansätze während des Trainings sehr gute Accuracy-Werte
von rund 99% erreichen. Daraus lässt sich schließen, dass die Methoden auf bereits gesehenen
Daten gut abschneiden. Auch der jeweilige Loss nimmt mit der Dauer des Trainings ab, was
bedeutet, dass die aktualisierten Gewichte ständig den Loss verringern. Beim Vergleich der Test-
Accuracy lassen sich jedoch deutliche Unterschiede zwischen den beiden Ansätzen erkennen.
Wie im Diagramm 6.2a zu sehen, ist die Test-Accuracy von PointNet weit unter der des Trainings.
Die gemessenen Werte �uktuieren um die 60% Accuracy und zeigen keinen wirklichen Trend.
Am Ende des Trainings erreicht PointNet eine Accuracy von 71.6%. Im Gegensatz dazu lässt sich
bei den Ergebnissen von 3DmFV über die Dauer des Trainings ein deutlicher Trend nach oben
erkennen. Die kleinen Ausschläge nach unten können durch ein schlechtes Batch an Samples
entstanden sein, wodurch mehr Fehlklassi�kationen zustande kamen. Am Ende erreichte der
Ansatz sehr gute 98.8%.
Ein ähnliches Verhalten lässt sich auch in den Loss-Diagrammen erkennen. Während sich bei
3DmFV der Test-Loss über die Zeit verringert, erhöht sich der Loss bei PointNet sogar. Diese Be-
obachtung kann verschiedene Ursachen haben. Einerseits kann es bedeuten, dass es sich um eine
Überanpassung (engl. over�tting) handelt. Das bedeutet, dass sich das Modell zu stark an die
Trainingsdaten angepasst hat und somit neue Daten schlechter klassi�ziert. Andererseits ist es
möglich, dass bestimmte Klassen mit der Dauer des Trainings schlechter erkannt, aber dennoch
richtig klassi�ziert werden und sich dadurch der Loss erhöht. Mit anderen Worten: Die Sicher-
heit des Netzes, bestimmte Klassen richtig zu klassi�zieren, sank mit der Trainingsdauer oder
durch gewisse Samples. Mit dieser Vermutung lassen sich auch die Ausschläge nach oben des
Losses von 3DmFV begründen (siehe Diagramm 6.2d). Die gemessenen Metriken am Ende des

Metriken PointNet 3DmFV

Accuracy (Training) 99.5 % 99.7 %
Accuracy (Test) 71.6 % 98.8 %
Loss (Training) 0.0008 0.0018
Loss (Test) 8.4540 0.0206
Laufzeit (h) ~16 ~38.5
F1-Maß (gewichtet) 0.576 0.959

Tabelle 6.3: Übersicht der Endresultate des Trainings beider Ansätze

Trainingsprozesses können alle aus der Tabelle 6.3 entnommen werden. Die gemessene Laufzeit
von PointNet ist mit rund 16 Stunden im Vergleich zu 3DmFV doppelt so schnell. Zu Begründen
ist dieser Unterschied mit der vorherigen Transformation der Punktwolken in die Fisher-Vektor-
Darstellung und der Verwendung eines 3D Convolutional Neural Networks. Da für die jeweili-
gen Anwendungsfälle eine hohe Genauigkeit von größerer Bedeutung ist, kann die längere Dauer
eines einmaligen Trainings vernachlässigt werden.
Aus dieser Beobachtung lässt sich schlussfolgern, dass der 3DmFV-Ansatz auf den zugrundelie-
genden Daten besser klassi�zieren und generalisieren kann als PointNet. Dies kann zum einen
an der anderen Darstellungsform als Fisher-Vektor liegen, zum anderen ist es möglich, dass die
Unterschiede der spezi�schen Merkmale der Bauteile zu gering für PointNet sind und es deshalb
zur mehrmaligen Konfusion zwischen den Bauteilklassen kommen kann. Um dieses Verhalten
genauer zu Untersuchen, muss ein Blick auf die Klassi�kation der einzelnen Klassen geworfen
werden. Dafür werden in Abbildung 6.3 die Konfusionsmatrizen beider Ansätze miteinander
verglichen, welche mit dem Testdatensatz des FM3 auf dem bereits vollständig trainierten Netz
erstellt wurden.
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(a) Konfusionsmatrix PointNet (b) Konfusionsmatrix 3DmFV

Abbildung 6.3: Vergleich der Konfusionsmatrizen bei der Klassi�kation von Baugruppen

Die Konfusionsmatrix stellt die wahren Klassen, zu sehen auf der y-Achse, den vorhergesagten
Klassen auf der x-Achse gegenüber. An jeder Achse sind alle 15 Klassen abgebildet, auf die das
Netz trainiert wurde. Die Werte in den Zellen geben an, wie viel Prozent der Samples mit der
entsprechenden Klasse vorhergesagt wurden. In Abbildung 6.3 ist dies zusätzlich durch eine
Orangefärbung der Zellen dargestellt. Eine gute Klassi�kation des Modells erkennt man, indem
nur die Hauptdiagonale der Konfusionsmatrix mit Werten gefüllt ist. Das bedeutet, dass jedes
Bauteil zu 100% ihrer richtigen Klasse zugeordnet werden konnte. Wie sich anhand der Kon-
fusionsmatrizen erkennen lässt, ist die Klassi�kation des 3DmFV-Ansatzes für fast alle Bauteile
korrekt. Lediglich das Bauteil Lenkträgerwird zu rund 60% als Radhaus_innenerkannt.

Klassen F1-Score PointNet F1-Score 3DmFV

A_Saeule 0.66 1.0
A_Saeule_unten_außen 1.0 1.0
A_Saeule_unten_innen 1.0 1.0
B_Saeule 1.0 1.0
C_Saeule_oben 0 1.0
C_Saeule_unten 0.44 1.0
Radhaus_außen 0.33 1.0
Radhaus_innen 0 0.76
Schweller 0.64 1.0
Boden_hinten 1.0 1.0
Mitteltunnel 1.0 1.0
Stirnwand 0 1.0
Dachrahmen_vorn 1.0 1.0
Dachrahmen_hinten 1.0 1.0
Lenktraeger 0 0.53

Tabelle 6.4: Übersicht der F1-Maße bei der Klassi�kation von Baugruppen

Um die Aussagen der Konfusionsmatrix in einer Metrik zusammenzufassen, wird das F1-Maß
der einzelnen Bauteilklassen berechnet. In Tabelle 6.4 ist ein Vergleich der F1-Maße aller Klassen
zwischen PointNet und 3DmFV dargestellt. Daraus lässt sich erkennen, dass nicht nur das F1-
Maß des Lenkträgersniedriger ist, sondern auch das vom Radhaus_innen. Die Bauteile, die dieser
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Klasse zugehören, wurden zwar alle mit einer hohen Trefferquote klassi�ziert, aber durch die
Fehlklassi�kation des anderen Bauteils sank die Genauigkeit dieser Klasse.
Die Ergebnisse von PointNet sind deutlich schlechter im Vergleich zu 3DmFV, wie man der Kon-
fusionsmatrix entnehmen kann. Es werden lediglich 7 von 15 Klassen sicher erkannt, wobei
vier Klassen komplett fehlklassi�ziert wurden (vgl. Tabelle 6.4). Aus der Tatsache, dass einige
Bauteile, wie die C_Säule_oben, vollständig einer falschen Klasse zugeordnet wurden, lässt sich
schließen, dass die grundlegenden Bauteile für das Netz zu identisch sind und es deshalb zur
Verwechslung kam. Die Entscheidung, dass Radhausnicht als Bauteilgruppe zusammenzufassen,
lässt sich damit begründen, dass, wie oben beschrieben, die einzelnen Bauteile keine deckungs-
gleiche Form aufweisen. Anhand der Klassi�kation von PointNet kann jedoch vermutet werden,
dass sich die Bauteile ähneln. Auffällig ist, dass die Bauteile, bei denen der 3DmFV-Ansatz Pro-
bleme aufzeigte, auch von PointNet nicht korrekt zugeordnet werden konnten.

Umfassend betrachtet kann gesagt werden, dass die Ergebnisse des ersten Versuches für 3DmFV
sehr gut aus�elen, da nur wenige falsche Zuordnungen auftraten. PointNet hingegen zeigt deut-
liche Schwächen bei der Klassi�kation bestimmter Bauteilgruppen. Das lässt vermuten, dass die
3D-Repräsentation der Bauteile zu wenig unterschiedliche Merkmale aufweisen oder das Netz
zu stark an die Trainingsdaten angepasst ist. Es kann jedoch sicher gesagt werden, dass sich der
3DmFV-Ansatz auf der zugrundeliegenden Domäne besser schlägt. Im anschließenden Versuch
wurde geschaut, wie gut die Netze bei der Unterscheidung zwischen linken und rechten Bautei-
len abschneiden. Es wird davon ausgegangen, dass dieser Test schlechtere Ergebnisse erzeugt, da
sich die geometrische Repräsentation der Bauteile stark ähnelt.

Unterscheidbarkeit linker und rechter Bauteile

Für die meisten Anwendungsfälle (siehe Kapitel 1) in der Fahrzeugindustrie im Bereich Bau-
teilerkennung ist es wichtig, dass Systeme auch zwischen Bauteilen mit einem Pendant auf der
gegenüberliegenden Seite differenzieren können. Genauer gesagt: Die Unterscheidung zwischen
der linken B-Säuleund der rechten B-Säuleist von Bedeutung. Um diesen Sachverhalt zu unter-
suchen, wurden beide Ansätze mit neu erstellten Datensätzen trainiert. Die Generierung der Da-
tensätze erfolgte dabei ohne jene Bauteile, die kein Gegenstück auf der anderen Seite besitzen. So
�elen unter anderem die Bauteile Mitteltunnel und Stirnwandweg, damit diese gut klassi�zierba-
ren Bauteile nicht die Ergebnisse verfälschen. Zusätzlich wurde komplett auf die Differenzierung
zwischen Innen- und Außenteilen verzichtet.
Da aus den vorherigen Ergebnissen hervorging, dass es beim Bauteil Radhausdurchaus zu ei-
ner Konfusion zwischen den Innen- und Außenkomponenten kommen kann, wurde die Klasse
jetzt zusammengefasst, sodass lediglich zwischenRadhaus_linksund Radhaus_rechtsunterschie-
den wurde. Somit entstand eine neue Menge an insgesamt 16 verschiedenen Bauteilklassen. Die
Ansätze wurden mit den gleichen Hyperparametern wie im vorherigen Versuch trainiert, um die
Ergebnisse vergleichbar zu machen. Der Datensatz des FM3 stellt weiterhin den Testdatensatz
mit 1024 Samples dar. Die Endresultate des Trainings beider Methoden sind in Abbildung 6.4 zu
sehen.
Sowohl PoinNet als auch 3DmFV erzielen im Training wieder rund 99%, was bedeutet, dass beide
Ansätze sehr gut auf den neuen Trainingsdaten abschneiden. Die Accuracy des Testdatensatzes
liegt jedoch bei beiden Ansätzen deutlich darunter. 3DmFV erreicht am Ende des Trainings knapp
die 80%.
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(a) Accuracy PointNet (b) Accuracy 3DmFV

(c) Loss PointNet (d) Loss 3DmFV

Abbildung 6.4: Vergleich der Metriken zwischen PoinNet und 3DmFV

Anhand der Diagramme (siehe Abbildung 6.4b) lässt sich kein Trend abzeichnen. Besonders auf-
fällig ist, dass der Loss kurz nach der 40. Epoche anfängt, wieder zu steigen. Das kann zum einen
bedeuten, dass sich das Netz überangepasst hat oder das gewisse Klassen, während des Trainings
kontinuierlich schlechter klassi�ziert worden sind. PointNet erzielt bei diesem Versuch ähnlich
schlechte Ergebnisse wie im Versuch zuvor. Die Test-Accuracy erreicht am Ende des Trainings
nur 68.8% und liegt somit rund 10% unter den Ergebnissen von 3DmFV. Überraschend ist jedoch,
dass das F1-Maß von PointNet sich im Vergleich zur vorherigen Untersuchung verbessert hat
(siehe Tabelle 6.5).

Metriken PointNet 3DmFV

Accuracy (Training) 99.6 % 99.8 %
Accuracy (Test) 68.8 % 81.0 %
Loss (Training) 0.0068 0.0041
Loss (Test) 2.06 0.84
Laufzeit (h) ~18.5 ~39
F1-Maß (gewichtet) 0.70 0.88

Tabelle 6.5: Übersicht der Endresultate des Trainings beider Ansätze

Die Laufzeit blieb bei beiden Ansätzen so gut wie unverändert. Kleine Abweichungen können
durch die unterschiedliche Klassenanzahl oder Schwankungen der Computerleistung entstanden
sein.
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(a) Konfusionsmatrix PointNet (b) Konfusionsmatrix 3DmFV

Abbildung 6.5: Vergleich der Konfusionsmatrizen bei der Unterscheidung von linken und rechten Bauteilen

Wie im vorherigen Versuch werden auch hier die Konfusionsmatrizen erstellt, um einen Blick auf
die Testergebnisse der einzelnen Klassen zu werfen. In der Konfusionsmatrix von 3DmFV (siehe
Abbildung 6.5b) ist deutlich das erwartete Verhalten zu sehen.
Es wurden insgesamt nur zwei Bauteile nicht komplett ihren richtigen Klassen zugeordnet, da
sie, wie vermutet, mit ihrem jeweiligen Pendant verwechselt wurden. Besonders das Bauteil
Schweller_linkskonnte keine guten Werte erzielen und Schnitt mit einen F1-Maß von 0.37 eher
schlecht ab (siehe Tabelle 6.6). Grund dafür ist sehr wahrscheinlich die fast deckungsgleiche 3D-
Darstellung des Schwellers. Dabei handelt es sich um das längliche Bauteil unterhalb der Türen.
Die spezi�schen Merkmale beider Geometrien sollten nahezu identisch sein. Demnach liegt die
Behauptung nahe, dass 3DmFV bei Bauteilen, deren geometrische Repräsentation fast identisch
ist, keine zuverlässige Zuordnung gewährleisten kann.

Klassen F1-Score PointNet F1-Score 3DmFV

A_Saeule_rechts 1.0 1.0
A_Saeule_unten_rechts 0.58 0.97
B_Saeule_rechts 1.0 1.0
C_Saeule_oben_rechts 0.66 1.0
C_Saeule_unten_rechts 1.0 1.0
Radhaus_rechts 0.66 1.0
Schweller_rechts 0.1 0.46
Lenktraeger_rechts 0 1.0
A_Saeule_links 1.0 1.0
A_Saeule_unten_links 0.68 0.97
B_Saeule_links 1.0 1.0
C_Saeule_oben_links 0.66 1.0
C_Saeule_unten_links 1.0 1.0
Radhaus_links 0.95 1.0
Schweller_links 0.44 0.37
Lenktraeger_links 1.0 1.0

Tabelle 6.6: Übersicht der F1-Maße bei der Unterscheidung von linken und rechten Bauteilen
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Die Verwechslung des Bauteils Schwellerist in der Konfusionsmatrix von PointNet auch zu erken-
nen. Jedoch neigt PointNet dazu, auch weitere Klassen miteinander zu vertauschen. Es konnten
nur 7 von 16 Klassen exakt zugeordnet werden. Die Verwechslung der einzelnen Klassen fällt da-
bei sehr unterschiedlichen aus. Das könnte daran liegen, dass sich gewisse 3D-Modelle in ihren,
von PointNet extrahierten, spezi�schen Merkmalen zu sehr ähneln. Dies lässt vermuten, dass die
Repräsentationsform für diese Art von Daten und Unterscheidung schlichtweg unzureichend ist.

Im Gegensatz zu den Vermutungen konnte ein Großteil der Bauteile von 3DmFV richtig klassi�-
ziert werden. Lediglich Bauteile, die sich sehr stark in ihrer Form und Struktur ähneln, können
nicht sicher zugeordnet werden. Die Ergebnisse von 3DmFV sind weiterhin vielversprechend
und zeigen, dass der Ansatz auf gewissen Daten Potential besitzt. PointNets Ergebnisse liegen
weiterhin unter denen von 3DmFV, woraus sich ableiten lässt, dass dieser Ansatz weniger ge-
eignet für die Klassi�zierung von Fahrzeugbauteilen ist. Der nächste Abschnitt widmet sich der
Unterscheidbarkeit von Innen- und Außenbauteilen.

Unterscheidbarkeit von Innen- und Außenbauteilen

Wie zuvor erwähnt, existieren einige Bauteile im Fahrzeug, die jeweils aus einem Innen- und
einem Außenteil bestehen (siehe Abbildung 6.1). In der Automobilindustrie werden diese bei-
den Bleche miteinander durch Schweißpunkte verbunden, wodurch das neue Bauteil entsteht.
Aus diesem Grund ist es wichtig, dass beispielsweise Anwendungen für die Vorhersage von
Schweißpunkten die gegebenen Innen- und Außenbleche voneinander unterscheiden können.
Die Schwierigkeit hierbei ist, dass die Bauteile als Punktwolke fast identisch und deckungsgleich
erscheinen, wodurch die Klassi�kation der neuronalen Netze beein�usst werden kann.
Diese Untersuchung soll zeigen, wie gut die vorgestellten Methoden bei der Unterscheidung sol-
cher Bauteile abschneiden. Es wurden dabei nur Bauteile verwendet, die sowohl ein Innenblech
als auch ein Außenblech besitzen. Die erstellten Datensätze bestehen aus 13 verschiedenen Klas-
sen und wurden, wie in den vorherigen Versuchen, händisch gelabelt. Auch die Trainingspara-
meter blieben unverändert. In Abbildung 6.6 ist die Gegenüberstellung der Trainingsergebnisse
beider Ansätze zu sehen.

Metriken PointNet 3DmFV

Accuracy (Training) 99.8% 99.7%
Accuracy (Test) 83.2% 85.6%
Loss (Training) 0.0031 0.0059
Loss (Test) 0.73 0.83
Laufzeit (h) ~18 ~38
F1-Maß (gewichtet) 0.88 0.89

Tabelle 6.7: Übersicht der Endresultate des Trainings beider Ansätze

Im Gegensatz zu den Erwartungen �elen die Ergebnisse von PointNet besser aus und sind mit
denen des 3DmFV-Ansatzes vergleichbar. Im Graph der Test-Accuracy in Abbildung 6.6a ist ein
leichter Trend erkennbar. Am Ende erreichte PointNet eine Test-Accuracy von 83.2% und somit
das beste Ergebnis der drei Untersuchungen. Dennoch ist der Loss weiterhin nicht wirklich ge-
ring, wodurch die Sicherheit des Netzes angezweifelt werden kann. Das bedeutet, dass zwar viele
Samples richtig klassi�ziert worden sind, die Zuordnung zu der richtigen Klasse jedoch noch un-
sicher ist. In diesem Versuch unterscheiden sich die beiden Ansätze nur geringfügig voneinander.
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(a) Accuracy PointNet (b) Accuracy 3DmFV

(c) Loss PointNet (d) Loss 3DmFV

Abbildung 6.6: Vergleich der Metriken zwischen PoinNet und 3DmFV

Sowohl die Verläufe der Accuracy-Graphen als auch die des Losses weisen einige Gemeinsam-
keiten auf. 3DmFV erreichte mit 85, 6% am Ende des Trainings eine knapp bessere Accuracy.
Anhand der Tatsache, dass beide neuronale Netze ähnlich abschneiden, lässt sich schließen, dass
entstandenes Fehlverhalten auf die verwendeten Trainingsdaten zurückzuführen ist. Zusätzlich
kann die Annahme, dass deckungsgleiche Bauteile zwangsläu�g zu Fehlklassi�kationen führen,
angezweifelt werden.
Beim Blick auf die Konfusionsmatrizen in Abbildung 6.7 ist deutlich zu sehen, dass bei beiden
Ansätzen fast alle Bauteile richtig klassi�ziert wurden. Auffällig ist dabei, dass von beiden Me-
thoden die exakt gleichen Bauteile zu Fehlklassi�kationen führten. Jeweils der Schweller_außen
und die C_Säule_außenkonnten nicht immer richtig zugeordnet werden. Besonders der Schwel-
ler_außenwurde oft dem sehr ähnlichen Verstärkungsblechzugeordnet, wodurch das F1-Maß die-
ser Klasse sank (siehe Tabelle 6.8). Beide Ansätze hatten Schwierigkeiten, die gleichen Bauteile
exakt zuzuordnen. Daraus kann geschlussfolgert werden, dass die Ergebnisse abhängig von der
3D-Repräsentation der Bauteile sind. Der Schwellerist demnach ein schwer zu klassi�zierendes
Bauteil, wenn es um die Unterscheidung zwischen Innen- und Außenblech geht.
Es kann demnach gesagt werden, dass die Methoden doch für eine Unterscheidung von Innen-
und Außenbauteilen geeignet sind, vorausgesetzt die jeweiligen Bauteile haben genug unter-
scheidbare spezi�sche Merkmale. Jedoch muss klargestellt werden, dass die Mehrheit der Bau-
teile im letzten Versuch immer gute Ergebnisse erzielte. Diese Aussage lässt sich demnach nicht
auf alle Bauteile eines Fahrzeugs übertragen.
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(a) Konfusionsmatrix PointNet (b) Konfusionsmatrix 3DmFV

Abbildung 6.7: Vergleich der Konfusionsmatrizen bei der Unterscheidung von Innen- und Außenbauteilen

Klassen F1-Score PointNet F1-Score 3DmFV

A_Saeule_außen 1.0 1.0
A_Saeule_innen 1.0 1.0
A_Saeule_unten_außen 1.0 1.0
A_Saeule_unten_innen 1.0 1.0
B_Saeule_innen 1.0 1.0
B_Saeule_schließteil 0.66 1.0
C_Saeule_oben_außen 0.66 0.88
C_Saeule_oben_innen 1.0 1.0
Radhaus_außen 1.0 1.0
Radhaus_innen 1.0 0.82
Schweller_Verstaerk 0.77 0.68
Schweller_außen 0.57 0.13
Schweller_innen 1.0 1.0

Tabelle 6.8: Übersicht der F1-Maße bei der Unterscheidung von Innen- und Außenbauteilen

Zusammenfassend kann festgehalten werden, dass die drei Untersuchungen gute Ergebnisse lie-
ferten und die vorgestellten Methoden geeignet für die Klassi�kation von FEM-Daten erscheinen.
Besonders 3DmFV konnte anhand der Trainingsdaten gut generalisieren und erreichte immer sta-
bile Ergebnisse. Wie gezeigt wurde, können auch schwierigere Klassi�kationsprobleme mit einer
ausreichend guten Genauigkeit gelöst werden.
Da die Ergebnisse von 3DmFV in allen Versuchen besser aus�elen, als die von PointNet und bei
der Klassi�kation von Baugruppen die höchste Genauigkeit erreicht wurde, wird sich im weite-
ren Verlauf der Arbeit nur noch auf diesen Ansatz konzentriert. Dabei liegt der Fokus besonders
auf der Untersuchung der neuen Darstellungsform von 3D-Geometrien. Genauer gesagt wird im
nächsten Versuch der Ein�uss der Gaußian-Anzahl im Raum untersucht.
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